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Resumen

En el campo del aprendizaje automático se encuentran las denominadas redes neu-
ronales artificiales, las cuales se emplean en el aprendizaje profundo para realizar tareas
de clasificación o regresión, generando predicciones a partir de una entrada dada. Para
su implementación se definen sus hiperparámetros que incluye, entre otros aspectos, el
número de neuronas, el número de capas y las conexiones entre ellas. Posteriormente, se
optimizan los pesos que modelan la importancia de cada conexión entre neuronas, así co-
mo los umbrales asociados a cada una, los cuales determinan la facilidad con la que una
neurona se activa. El objetivo de este proceso es minimizar el error entre la predicción
obtenida y la salida deseada sobre un conjunto de datos. A este procedimiento se le deno-
mina entrenamiento, y las redes ya entrenadas se emplean posteriormente para realizar
predicciones sobre datos que no forman parte del conjunto de entrenamiento.

En este trabajo se presentan dos metaheurísticas que reducen el número de hiperpará-
metros de una red neuronal artificial manteniendo un buen rendimiento. Una metaheu-
rística consiste en un algoritmo genético, su objetivo es reducir el número de conexiones
entre capas. La otra metaheurística consiste en un algoritmo glotón, y su objetivo es quitar
neuronas o capas con sus respectivas conexiones distribuyendo sus pesos en las neuronas
restantes. Además de las metaheurísticas, en este trabajo se aborda el problema del en-
trenamiento de una red neuronal utilizando técnicas de programación lineal entera. Para
probar estas técnicas se entrenaron dos redes neuronales una de clasificación de cáncer de
mama y otra de predicción de avance académico de alumnos de la UAM Azcapotzalco.

Palabras clave: Redes neuronales Artificiales, metaheurísticas, programación lineal en-
tera, .
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Capítulo 1

Introducción

En este capítulo se presentan los conceptos y definiciones necesarias para poder abor-
dar el problema de interés para esta tesis. Se explica en qué consiste el aprendizaje au-
tomático, qué son las neuronas artificiales y las redes neuronales artificiales, y cómo se
entrenan estas redes para poder emplearlas en la resolución de problemas de clasificación
y regresión.

1.1. Aprendizaje automático

El aprendizaje de máquina o aprendizaje automático es una disciplina enfocada en
desarrollar técnicas o algoritmos que permitan a las computadoras aprender de manera
similar a un humano. Dichas técnicas le permiten a la computadora construir un modelo
con base en la observación o análisis de datos experimentales. Dependiendo de la natu-
raleza de los datos que se desean analizar y de qué es lo que se desea obtener, existen
diferentes modelos de aprendizaje que se pueden intentar construir: diagramas de deci-
sión, funciones polinomiales, redes neuronales, etcétera.

Los algoritmos de aprendizaje automático se clasifican principalmente en dos grandes
categorías: el aprendizaje supervisado y no supervisado. El aprendizaje supervisado se
enfoca en establecer una correspondencia o función entre las salidas deseadas con su res-
pectiva entrada, y puede verse como el intento de una máquina de construir una función,
que dada una entrada, se acerque lo suficiente a la salida esperada. Dos ejemplos típicos
que se abordan con aprendizaje supervisado son el problema de clasificación y el pro-
blema de regresión. El aprendizaje no supervisado se enfoca en reconocer patrones para
agrupar o clasificar las entradas sin necesidad de tener una clasificación o salida desea-
da o esperada. El aprendizaje no supervisado puede verse como el intento de formar un
modelo interno capaz de generar relaciones, agrupaciones o similitudes entre los datos de
entrada. Un ejemplo típico que se aborda con aprendizaje no supervisado es el problema
de agrupamiento o clustering.
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Naturalmente existe la duda de cómo poder determinar el desempeño de un mode-
lo y decir qué tan confiable es. En el caso del aprendizaje supervisado, se suele partir el
conjunto de datos disponibles en dos subconjuntos: uno de entrenamiento, con el cual el
algoritmo aprende y genera un modelo, y otro de prueba, con el que se evalúa qué tan
bueno es el modelo con entradas no vistas anteriormente. La razón es porque el entrena-
miento busca minimizar una métrica del error cometido frente a los datos usados en el
entrenamiento, y es necesario que el modelo sea eficaz aún ante entradas desconocidas.

Una técnica usada en el análisis estadístico y en el aprendizaje automático para de-
terminar si el desempeño del modelo es independiente de la partición de los datos, es
la técnica de validación cruzada. Esta técnica consiste en repetir el entrenamiento varias
veces con distintas particiones de entrenamiento y prueba. La validación cruzada de k-
particiones o k-fold cross-validation divide en k subconjuntos disjuntos al conjunto original,
y cada una de las particiones utiliza uno de estos k subconjuntos como conjunto de prueba
y los restantes como entrenamiento. Luego se calcula la media de la eficacia de las k elec-
ciones. La figura 1.1 muestra un ejemplo gráfico de la validación cruzada de k-particiones
con k = 4.

Figura 1.1: Evaluación de un modelo de clasificación con validación cruzada de 4-
iteraciones2.

1.2. Redes neuronales artificiales o RNA

Una red neuronal artificial es un modelo de aprendizaje automático inspirado en la
estructura y funcionamiento de las redes neuronales biológicas de los animales. El modelo
utiliza nodos para representar las neuronas, y aristas para representar las sinapsis entre
neuronas.

2Imagen tomada de https://commons.wikimedia.org/wiki/File:Esquema_castellÃă.jpg.
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Una neurona artificial se define como una función ψ que recibe un vector de números
reales a, denominado vector de activación, y devuelve un número real, es decir, ψ : Rn →
R. Una red neuronal artificial (RNA) se construye al conectar en serie L capas de neuronas.
El vector formado por los números que devuelven las neuronas en la capa k es el vector
que reciben las neuronas de la capa k + 1. En otras palabras, el vector ak+1 = (ψ1(ak),
ψ2(ak), . . . , ψCk(ak)) es la entrada de cada neurona en la capa k + 1 donde ak es el vector
que recibe cada neurona en la capa k. El número de capas L, y el número de neuronas Ck
de la capa k, forman parte de los parámetros que definen la arquitectura de la RNA. La
figura 1.2 muestra una neurona artificial.

Figura 1.2: Ejemplo de una neurona artificial y sus partes.

Una capa k de la red neuronal se puede ver como una función de caja negra Ψk :
Rn → Rm, donde su comportamiento depende de las funciones ψ de cada neurona en la
capa. En la literatura, una forma de definir el comportamiento de la función ψ, y la que
usaremos en esta tesis, es un producto punto a · w de los vectores a y w. El vector de
pesos w representa la entrada de la neurona i y el vector a representa la activación de las
neuronas en la capa anterior, o capa k − 1. A este producto se le suma una constante de
sesgo o umbral β. El resultado es evaluado en una función ϕ : R → R, llamada función
de activación. La ecuación 1.1 describe la función ψ, mientras que la ecuación 1.2 modela
el comportamiento de una capa en la RNA.

ψ (a) = ϕ(a · w + β) (1.1)

ak+1 = Ψk (ak) (1.2)

Así, la composición de las funciones Ψk de cada capa k definen el comportamiento de
la RNA a una entrada x, y dicha relación se resume en la ecuación 1.3 y en la figura 1.3.

y = Ψ (x) = ΨL−1 (ΨL−2 (...Ψ0 (x) ...)) (1.3)

Para simplificar los cálculos, la función de activación ϕ en la capa k será la misma para
todas las neuronas en una misma capa, es decir, ϕk,i(x) = ϕk,j(x) para toda neurona i y
j en la capa k. Consideramos wk,i,j al peso asociado a la entrada i para la neurona j en la
capa k, βk,j al sesgo asociado a la neurona j en la capa k, y ak,i a la entrada i de la capa
k. Definimos el vector ak y la matriz de pesos y sesgos Wk como indican las ecuaciones
1.4a, 1.4b, entonces la ecuación 1.2 de una capa en una RNA se escribe como la ecuación
1.4c. Además de la cantidad de capas L y el número de neuronas por capa Ck, las funcio-
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Figura 1.3: Ejemplo de una red neuronal artificial.

nes de activación por capa ϕk también forman parte de los parámetros que definen una
arquitectura de una RNA.

ak−1 =
(

ak−1,0, . . . , ak−1,Ck−1−1, 1
)

(1.4a)

Wk =


wk,0,0 . . . wk,0,Ck−1

... . . . ...
wk,Ck−1−1,0 . . . wk,Ck−1−1,Ck−1

βk,0 . . . βk,Ck−1

 (1.4b)

ak = ϕk (ak−1 · Wk) (1.4c)

Las entradas ak se propagan por las capas 0, 1, . . . , L − 1 en ese orden, es decir, de atrás
hacia adelante en la RNA. Esto en la literatura se denomina propagación hacia adelante o
feed forward. Cuando se propaga una entrada x = a0 por la red neuronal obtenemos una
salida y = aL.

En la literatura se definen a los hiperparámetros como aquellos parámetros que defi-
nen la arquitectura de la red neuronal, y suelen establecerse antes de cualquier evaluación
dentro de la RNA. Incluso en algunos casos se consideran las conexiones de la entrada
con la primera capa, o las conexiones de ciertas neuronas de la capa anterior a la siguiente
capa. Como tal, consideraremos que los hiperparámetros son el número de capas L, las
funciones de activación ϕk, la cantidad de neuronas por cada capa Ck, y si existe una co-
nexión entre una neurona i en la capa k y una neurona en la capa k + 1. La conexión entre
neuronas puede modelarse fijando la entrada (Wk)i,j = 0 para la matriz de pesos Wk en
la capa k, denotando que no existe conexión entre la neurona i en la capa k y la neurona j
en la capa k + 1.
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1.3. Aprendizaje automático en RNA

Una vez definida la arquitectura de una red neuronal, se busca encontrar los valores
para Wk, incluyendo βk, que tienen mejor desempeño. Para ello se realiza un proceso que
se le llama entrenamiento. En el proceso de entrenamiento se encuentran valores para
los parámetros que minimizan alguna métrica sobre el conjunto de entrenamiento. Pos-
teriormente, los parámetros óptimos son puestos a prueba con alguna técnica de análisis
estadístico o de aprendizaje automático, como la validación cruzada, para garantizar su
efectividad. Para esto se utiliza un conjunto de datos denominado conjunto de entrena-
miento, los cuales vienen en parejas (x, ŷ) de tal forma que para x el resultado esperado
es ŷ. La red neuronal recibe como entrada x y genera la salida y. Los parámetros de la red
neuronal se encuentran con base en los valores de x, y e ŷ.

Después de haber entrenado una RNA, se mide su desempeño revisando qué tan erró-
nea es su predicción con respecto al valor esperado. Sea x una entrada con su valor espe-
rado ŷ, y sea y la salida de la RNA con respecto a x. Para determinar el desempeño, se
evalúan ŷ e y en una función de pérdida. Esto se realiza con entradas distintas a las del
conjunto de entrenamiento.

1.3.1. Problemas de clasificación

Dado un vector de características v ∈ V y un conjunto de n clases, un problema de
clasificación consiste en asignar a v un vector en Zn

2 que tiene 1 en la i-ésima posición
si v pertenece a la i-ésima clase y 0 en todas las demás posiciones del vector. Cuando la
asignación no es certera, se usan vectores de probabilidad.

En un problema de clasificación binaria sólo hay dos clases A y B. La salida de la RNA
consta de un entero que vale 1 si las características de la entrada v corresponden a la clase
A y vale 0 si corresponden a la clase B. Alternativamente, la salida de la RNA puede ser
una probabilidad de que v pertenezca a la clase A y su complemento es la probabilidad de
que v pertenezca a B. La tabla 1.1 ejemplifica un conjunto de datos con tres características
y dos clases, mostrando que podría ocurrir si se intentar clasificar los datos usando una
RNA que emite probabilidades.

Tabla 1.1: Ejemplo de clasificación binaria.

Características
(ejemplo) Clase Salida

esperada
Salida de
una RNA

[1, 3, 4] A 1 0.6
[3, 5, 7] B 0 0.2
[8, 2, 3] A 1 0.8
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La función de perdida utilizada en la literatura para esta clase de problemas es la fun-
ción de entropía cruzada o cross-entropy. En el caso de clasificación binaria, existe la ver-
sión bce, por las siglas binary cross-entropy. La ecuación 1.5 describe la versión binaria de
entropía cruzada para la salida esperada ŷ y una predicción y a una instancia en el con-
junto de entrenamiento.

Lbce(y, ŷ) = − (ŷ · log (y) + (1 − ŷ) · log (1 − y)) (1.5)

1.3.2. Problemas de regresión

Dados vectores de características v ∈ V y sus proyecciones en R, un problema de re-
gresión consiste en encontrar una función que genere las proyecciones de V. Otra manera
de describirlo, es encontrar una función que describa la relación entre las variables inde-
pendientes que son las características y una variable dependiente que es la proyección.

Una función de pérdida utilizada para problemas de regresión es el error cuadrático
medio o mean square error, cuya definición está en la ecuación 1.6.

Lmse(y1, . . . , yn, ŷ1, . . . , ŷn) =
n

∑
i=1

(ŷ − y)2 (1.6)

1.4. Problema de investigación y objetivos

Las redes neuronales artificiales se han tornado extremadamente populares en el ámbi-
to académico e industrial debido a su reciente y exitosa aplicación en la área de inteligen-
cia artificial y ciencia de datos. Sin embargo, tanto su entrenamiento como su evaluación
requieren tiempos de ejecución considerables y un alto consumo energético, lo cual ha
llevado incluso a la fabricación de chips de propósito específico para llevar a cabo dichas
tareas. El número de neuronas suele ser de cientos, miles o incluso millones, mientras que
el número de conexiones entre neuronas es de orden cuadrático, siendo ésta la principal
razón del consumo excesivo de recursos. Es por eso que optimizar la arquitectura de una
RNA sin que se deteriore su utilidad práctica puede representar grandes ahorros tanto en
tiempo como en memoria, e incluso en hardware y energía. La resolución del problema se
alinea con el séptimo de los Objetivos de Desarrollo Sustentable de la ONU, en particular
el objetivo 7.3 donde se plantea que “De aquí a 2030, duplicar la tasa mundial de mejora
de la eficiencia energética” [ONU].

Por otra parte, el entrenamiento de una RNA suele ser modelado como un problema
de optimización no lineal que se resuelve con métodos de gradiente, estos métodos tie-
nen la desventaja de quedar atrapados en óptimos locales para problemas complicados.
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Investigación reciente ha propuesto usar otras técnicas de entrenamiento como la progra-
mación lineal entera mixta. Sin embargo, sólo se ha aplicado la programación entera mixta
en redes neuronales binarizadas, es decir, donde los pesos se representan con un único bit
[CB16] o con pesos enteros [TYS23]. Estas redes no superan en la práctica a aquéllas que
utilizan aritmética de punto flotante, aunque hay algunas situaciones donde logran un
acercamiento razonable. De todos modos, la programación lineal entera mixta sólo se ha
probado en una cantidad limitada de casos, por lo que no se puede llegar a conclusiones
sobre la efectividad de su empleo [YA21]. En los últimos años se ha mostrado que las RNA
aprenden efectivamente aún si sus pesos tienen poca precisión, esto al usar números en
punto flotante de media precisión para representar sus valores [HCS+16]. Esto da pie a
pensar que es posible entrenar una RNA usando programación lineal entera mixta sobre
un modelo linearizado si se representan los números reales involucrados como números
de punto fijo usando pocos bits.

Objetivo general

Desarrollar metaheurísticas que optimicen la arquitectura de redes neuronales clasifi-
cadoras y desarrollar un método de entrenamiento basado en programación lineal entera
mixta.

Objetivos específicos

1. Entrenar dos redes neuronales clasificadoras para conjuntos de datos disponibles.

2. Optimizar parámetros de la arquitectura de las redes neuronales mediante metaheu-
rísticas.

3. Recrear el proceso de entrenamiento de las redes neuronales optimizadas usando
programación lineal entera mixta.

4. Comparar el desempeño de las redes neuronales originales con el de las redes op-
timizadas, cuando éstas últimas se entrenan con el método usual de optimización
continua y cuando se entrenan con el método basado en programación lineal entera
mixta.

1.5. Estado del arte

1.5.1. Entrenamiento de RNA con métodos clásicos

Diederik P. Kingma y Jimmy Ba introducen el algoritmo Adam, un algoritmo de gra-
diente de primer orden para optimizar funciones estocásticas usando un estimado de mo-
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mentos adaptativos. Mencionan que el algoritmo es computacionalmente eficiente, tiene
bajos requerimientos de memoria y tiene invariancia al rescalamiento diagonal del gra-
diente. Es ampliamente usado en el aprendizaje automático por su eficacia en problemas
con grandes cantidades de datos o parámetros, y en problemas con gradientes ruidosos o
dispersos [KB17]. Sin embargo, algunos trabajos mencionan que la convergencia de dicho
algoritmo falla y discuten algoritmos tales como RMSProp, Adadelta y Nadam [Zei12]. Se
ha propuesto un algoritmo alternativo que utiliza memoria de largo plazo y que parece
dar buenos resultados empíricos [RKK18].

1.5.2. Entrenamiento de RNA con programación matemática

Bodo Rosenhahn realizó un modelo de programación lineal entera mixta para una
RNA con neuronas del tipo McCulloch-Pitts, que son neuronas con funciones de activa-
ción escalón unitario, además de integrar restricciones de dispersión para evitar el sobre-
entrenamiento de la RNA [Ros23]. Por otra parte, Tómas Thorbjarnarson y Neil Yorke-
Smith realizaron un modelo de programación lineal entera mixta para redes neuronales
con pesos enteros [TYS23]. Adicionalmente, Jannis Kurtz y Bubacarr Bah realizaron un
modelo de optimización lineal entera mixta para el entrenamiento de las redes neuronales
con función de activación binaria, además de presentar una heurística para realizar la mis-
ma tarea. Dicha optimización parece ser mejor que el entrenamiento con redes neuronales
clásicas [BK20].

1.5.3. Entrenamiento de RNA con coeficientes restringidos

Chunyu Yuan y Sos S. Agaian realizaron una investigación del estado del arte para
RNA binarizadas, resaltando el hecho de que es difícil comparar las arquitecturas entre
distintos artículos debido a la diferencia en el problema que se aborda y al cambio de la
arquitectura usada [YA21]. Matthieu Courbariaux y Yoshua Bengio implementaron redes
neuronales binarizadas con pesos ±1 para poder representarlos con un bit, permitiendo
reducir el consumo y acceso a memoria, así como reducir el consumo de energía al poder
aprovechar operaciones sobre bits [CB16].

Itay Hubara et al. utilizaron una red neuronal cuantizada y lograron una precisión cer-
cana a la disponible con números de punto flotante. Sin embargo, mencionan que estas
redes no son aptas para algunos problemas [HCS+16]. Kyuyeon Hwang y Wonyong Sung
investigaron el efecto de la cuantización, así como el reentrenamiento de las redes neuro-
nales utilizando números de punto flotantes y números de punto fijo, concluyendo que
utilizar números de precisión flotante no tiene una diferencia muy significativa respecto a
los números de punto fijo [HS14].
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1.5.4. Los datos de diagnóstico de cáncer de mama de Wisconsin

Este conjunto de datos, conocido en inglés como Breast Cancer Winsconsin (Diagnostic),
es ampliamente usado como punto de referencia en el aprendizaje automático y fue reco-
pilado desde 1989 por el Dr. William H. Wolberg, esto a partir de diagnósticos de pacientes
del Hospital y clínicas de la Universidad de Wisconsin [Wol90].

Tanaka y Aranha generaron datos artificiales basados en éste y otros dos conjuntos
de datos usando redes generativas adversarias, que son una aplicación del aprendizaje
automático mediante redes neuronales artificiales que se suele usar para sintetizar datos
artificiales [TdCA19]. Sharma et al. mostraron que una máquina de soporte vectorial, uti-
lizando un kernel para producir una clasificación no lineal, tiene mejor desempeño que
una RNA para algunos conjuntos de datos relacionados a la detección de cáncer de ma-
ma [SKD18].

Jenni y Chris Sidey-Gibbons listan el desempeño de distintos algoritmos de aprendiza-
je automático utilizados en datos públicos de medicina, incluyendo al conjunto de datos
de diagnóstico de cáncer de mama de Wisconsin. Uno de los resultados principales es la
demostración de que algoritmos más complejos no necesariamente realizan mejores pre-
dicciones, un principio importante en el aprendizaje automático [SGSG19].

Por su parte, Kumar Dubey et al. obtuvieron una tasa de aciertos de 92 % al utilizar un
algoritmo de k-medias [DGJ16]. Abdullah Al Mamun et al. realiza un estudio de distintos
algoritmos de aprendizaje de máquina aplicados a este conjunto de datos e indicaron que
las redes neuronales artificiales son las que mejor desempeño tienen, teniendo un pico de
aciertos en 98.13 % [MBHA25].

1.5.5. Optimización de hiperparámetros

Uno de los principales problemas en el aprendizaje automático es la optimización de
los hiperparámetros, es decir, encontrar una combinación de hiperparámetros que den el
mejor desempeño. Naturalmente, para optimizar los hiperparámetros se suele primero
involucrar el proceso de entrenamiento, que a su vez es otro problema de optimización.
En la literatura existen múltiples propuestas sobre cómo optimizar los hiperparámetros
usando metaheurísticas.

Ying-Yi Hong et al. realizaron una optimización de hiperparámetros de una red neuro-
nal convolucional mapeando los hiperparámetros a una codificación binaria y aplicando
una metaheurística genética en un problema de predicción de precio del mercado eléc-
trico, obteniendo resultados satisfactorios para dicho problema. La metaheurística opti-
miza principalmente los hiperparámetros asociados únicamente a la parte convolucional
de la red, como son el tamaño del kernel, la cantidad de convoluciones y el filtro utiliza-
do [HTF20].
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Sanghyeop Lee et al. realizaron una optimización de hiperparámetros de una red neu-
ronal convolucional aplicando una representación binaria de la conexión entre capas con-
volucionales y las funciones de activación. La metaheurística contempla un entrenamiento
desde cero para cada arquitectura representada por cada cadena binaria. La metaheurís-
tica alcanzo un promedio de aciertos de 81.74 %, asegurando que es un buen resultado
para el problema [LKK+21]. Rasdi Rere et al. realizaron un optimización de parámetros
en una red neuronal convolucional usando tres metaheurísticas: evolución diferencial,
búsqueda armónica y recocido simulado. Lo anterior se hizo sobre el conjunto de datos
MNIST [RFA16].

Maher G. M. Abdolrasol et al. realizaron un resumen de varias metaheurísticas uti-
lizadas en la optimización de hiperparámetros, pero también de los parámetros de una
red neuronal para intentar resolver el desbalance de los datos de entrada. Algunos de los
algoritmos mencionados son la optimización por enjambre de particulas, algoritmos ge-
néticos, búsqueda armónica, optimización por colonia de hormigas y optimización por
colonia de abejas, entre otros. Los autores no resaltan ningún mejor algoritmo en particu-
lar, aunque la comparación que realizaron muestra que un algoritmo basado en búsqueda
con retroceso tiene un mejor desempeño respecto al número de iteraciones. Los autores
concluyen que el uso de algoritmos de optimización sobre los hiperparámetros es im-
portante debido a su buen desempeño general, aunque debido a las diferencias entre los
problemas de aplicación, la estructura y el algoritmo que mejor se desempeñe parece va-
riar [AHU+21]. También se han usado algoritmos menos conocidos como la evolución
diferencial [RSF+24].
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Capítulo 2

Entrenamiento clásico de dos RNA

Para resolver el problema del entrenamiento clásico de una red neuronal se utiliza-
ron dos conjuntos de entrenamiento: el conjunto de datos de diagnóstico de cáncer de
mama de Wisconsin, y otro que surge de un problema en el contexto de la UAM. La im-
plementación se realizó utilizando el lenguaje Python con las bibliotecas Pytorch y Scikit
principalmente, donde Pytorch implementa los algoritmos de entrenamiento basados en
gradiente, mientras que Scikit implementa bibliotecas útiles en la determinación del de-
sempeño como la validación cruzada.

2.1. Implementación del entrenamiento clásico

Cuando se desea construir una RNA, normalmente el primer paso es fijar una arqui-
tectura, lo cual se suele hacer directamente desde el código fuente de la implementación.
Esto es así también en la mayoría de los usos de la biblioteca Pytorch. Sin embargo, parte
de esta tesis requiere poder evaluar distintas arquitecturas fácilmente, incluso propues-
tas de arquitecturas generadas dinámicamente. Por esta razón, se decidió implementar el
entrenamiento clásico de las RNA de la manera más general posible.

Con este propósito y para poder realizar pruebas fácilmente, se decidió implementar
un programa que lee la arquitectura y una multitud de parámetros de entrenamiento de
la RNA desde archivos json. A continuación se listan los parámetros manejados:

Cantidad de neuronas en cada capa, sin contar la entrada y salida.

Funciones de activación.

Probabilidad de aplicar la técnica de dropout a una entrada de la red, lo cual puede
reducir el sobreaprendizaje de la misma. La técnica dropout utiliza una probabilidad
pk para volver la entrada i de la capa k a 0, en particular, se realiza volviendo ak,i = 0
de una capa k con una probabilidad pk.
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Determinación del uso de normalización por lotes. Pytorch define la normalización

por lotes como la formula y =
x − E[x]√
Var[x] + ϵ

· γ + β donde γ y β son parámetros en-

trenables, ϵ es un numero suficientemente pequeño para causar estabilidad numéri-
ca, Var[x] y E[x] son la varianza y esperanza calculada sobre los lotes de entrada x.
Se obtiene la salida y para cada entrada x en el lote.

El sesgo utilizado.

Identificador del método de inicialización de los pesos de la red, tal como lo soporta
Pytorch.

Capas que pueden entrenarse.

Cantidad de lotes de entrenamiento.

Identificador del tipo de optimizador utilizado, tal como lo soporta Pytorch.

Número de iteraciones con sobreajuste toleradas.

Parámetros de regularización L1 para activación. La regularización se obtiene al
agregar a la función objetivo el término Da,1,k · ∑ |ak| donde Da,1,k es un paráme-
tro real que pondera el peso o importancia de la regularización en la capa k y ak son
las activaciones o salidas de la capa k.

Parámetros de regularización L1 para pesos. La regularización se obtiene al agregar
a la función objetivo el término Dw,1,k · ∑ |wk| donde Dw,1,k es un parámetro real que
pondera el peso o importancia de la regularización en la capa k y wk son los pesos
de la capa k.

Parámetros de regularización L2 para activación. La regularización se obtiene al
agregar a la función objetivo el término Da,2,k · ∑ a2

k donde D2,k es un parámetro
real que pondera el peso o importancia de la regularización en la capa k y ak son las
activaciones o salidas de la capa k.

Parámetros de regularización L2 para pesos. La regularización se obtiene al agregar
a la función objetivo el término Dw,2,k · ∑ w2

k donde Dw,2,k es un parámetro real que
pondera el peso o importancia de la regularización en la capa k y wk son los pesos
de la capa k.

Probabilidad de aplicar la técnica de dropout a una conexión entre neuronas. La téc-
nica dropout utiliza una probabilidad pk para volver la conexión de una neurona i
en la capa k − 1 a la neurona j de la capa k a 0, en particular, se realiza volviendo
todas las wk,i,j = 0 de una capa k con una probabilidad pk.
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El código implementado lee el archivo json y genera la arquitectura determinada por
el archivo, además de realizar el entrenamiento usando el optimizador especificado. El
entrenamiento utiliza el conjunto de prueba para verificar si hay sobreajuste en el conjunto
de entrenamiento.

Aunque el código soporta cualquier función de pérdida soportada por Pytorch para
las salidas, en esta tesis solo se usa la función de entropía cruzada con softmax para el caso
clasificación multiclase, la entropía cruzada con sigmoide para el caso de clasificación
binaria, y el error cuadrático medio para el caso de regresión. Ver las tablas 2.1 y 2.2 para
conocer la lista de funciones soportadas y su definición matemática.

Tabla 2.1: Algunas funciones de activación disponibles en Pytorch

Función Simbolo Fórmula Parámetros

Rectificador
lineal (ReLU) ϕrlu ϕrlu(x) = x+ =

{
x si x ≥ 0
0 si x < 0

(2.1)

Softplus ϕsp ϕsp(x) =
ln
(
1 + ex·βsp

)
βsp

(2.2) βsp ∈ R

LeakyReLU ϕlrlu ϕlrlu(x) =
{

x si x ≥ 0
mlrlu · x si x < 0

(2.3) mlrlu ∈ R

ReLU6 ϕrlu6 ϕrlu6(x) =


0 si x < 0
x si 0 ≤ x ≤ 6
6 si x > 6

(2.4)

Threshold ϕthr ϕthr(x) =
{

x si x > cthr
cval si x ≤ cthr

(2.5)
cthr∈ R

cval∈ R
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Softshrinkage ϕsshr ϕsshr(x) =


x − λsshr si x > λsshr
x + λsshr si x < −λsshr

0 si −λsshr ≤ x ≤ λsshr
(2.6)

λsshr ∈ [0, ∞)

Tanhshrinkage ϕtshr ϕtshr(x) = x − tanh(x) = x − ex − e−x

ex + e−x (2.7)

Hardshrinkage ϕhshr ϕhshr(x) =
{

x si x > λhshr ó λhshr < λhshr
0 si −λhshr ≤ x ≤ λhshr

(2.8)

λhshr ∈ [0, ∞)

Hardtanh ϕhtanh ϕhtanh(x) =


chtmax si x > chtmax
chtmin si x < chtmin

x si chtmin ≤ x ≤ chtmax
(2.9)

chtmax∈ R

chtmin∈ R

chtmin< chtmax

Tangente
hiperbólica

(Tanh)
ϕhtanh ϕhtanh(x) =

ex − e−x

ex + e−x (2.10)

Hardsigmoid ϕhσ ϕhσ(x) =


0 si x ≤ −3
1 si x ≥ 3

x
6
+

1
2

si −3 < x < 3
(2.11)

Sigmoid ϕσ ϕσ(x) =
1

1 + e−x (2.12)
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LogSigmoid ϕlogσ

ϕlogσ(x) = ln(ϕσ(x)) (2.13a)

ϕlogσ(x) = ln
(

1
1 + e−x

)
= − ln(1 + e−x)

(2.13b)

Softmax ϕsmax
ϕsmax(x)i =

exi

n−1

∑
j=0

exj

(2.14)

LogSoftmax ϕlogsmax

ϕlogsmax(x)i = ln
(
ϕlogsmax(x)

)
(2.15a)

ϕlogsmax(x)i = ln

 exi

n−1

∑
j=0

exj

 (2.15b)

ϕlogsmax(x)i = − ln

(
n−1

∑
j=0

exj−xi

)
(2.15c)

Softmin ϕsmin
ϕsmin(x)i =

e−xi

n−1

∑
j=0

e−xj

(2.16)

Tabla 2.2: Algunas funciones de pérdida disponibles en Pytorch

Función Fórmula Parámetros
Entropia
cruzada
binaria
(BCE)

Lbce(x, t) = −wbce · (pbce · t · ln(x)+
(1 − t) · ln(1 − x)) (2.17) wbce ∈ [0, ∞)

pbce ∈ [0, ∞)
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Entropia
cruzada
binaria

con logits
(BCELogits)

Lbce(x, t) = −wbcelog · (pbce · t · ln(ϕσ(x))+
(1 − t) · ln(1 − ϕσ(x)))

(2.18)
wbcelog ∈ [0, ∞)
pbcelog ∈ [0, ∞)

Entropia
cruzada (CE)

Lce(x, t) =
n−1

∑
i=0

−wi · ti ln(xi) (2.19) wi ∈ [0, ∞)

Divergencia
Kullback-Leibler Lkld(x, t) = t · ln

(
t
x

)
= t · (ln(t)− ln(x)) (2.20)

Error absoluto
medio (EAM)

Leam(x, t) = Labs(x, t) = |x − t| (2.21)

Error
cuadratico

medio (MSE)

Lmse(x, t) = (x − t)2 (2.22)

Error L1
suave

(SmoothL1)
Lslone(x, t) =


(x − t)2

2βslone
si |x − t| < βslone

|x − t| − βslone

2
si |x − t| ≥ βslone

(2.23)

βslone ∈ [0, ∞)

Pérdida de
Huber (Huber)

Lhub(x, t) =


(x − t)2

2
si |x − t| < δhub

δhub ·
(
|x − t| − δhub

2

)
si |x − t| ≥ δhub

(2.24)

δhub ∈ [0, ∞)

2.2. Conjuntos de datos y su tratamiento

Se discutirá primero la forma general en la que se trataron los conjuntos de datos y
posteriormente se discutirán los dos conjuntos específicos con los que se trabajó.

Como ya se mencionó, una manera simple de determinar la eficacia de un modelo de
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predicción es partir el conjunto de datos en subconjuntos de entrenamiento y de prueba,
repitiendo el experimento usando diferentes particiones. A este método se le conoce como
validación cruzada. Sin embargo, Salzberg aconseja que es mejor idea realizar una parti-
ción para formar tres subconjuntos: datos de validación, datos de entrenamiento y datos
de prueba; lo anterior para realizar la validación cruzada únicamente sobre los subcon-
juntos de entrenamiento y prueba [Sal97].

El programa que implementa la construcción de la red recibe un archivo json que con-
tiene los porcentajes de datos de entrada usados para el entrenamiento, la prueba y la
validación. La entrada proviene de archivos csv que se particionan con la biblioteca Sci-
kit, la cual permite realizar una partición estratégica manteniendo la proporción de clases
del conjunto original. Esto es importante para evitar que los subconjuntos se queden sin
ejemplos de alguna clase, o que tengamos pocos ejemplos de una clase en particular, tanto
para entrenamiento como para la validación y la prueba. El archivo json además recibe
una entrada especial label_regex que indica, usando expresiones regulares, cuáles entradas
contienen diferentes tipos de datos. Los diferentes tipos de datos se codifican de acuerdo
a la tabla 2.3.

Tabla 2.3: Codificadores para diferentes tipos de características.

Entrada Codificador Ejemplo

Características
regulares -

Mediciones con error
que sigan algún tipo

de distribución desconocida
Características

desplazadas Escalador máximo-mínimo Calificaciones únicamente
aprobatorias

Características
dispersas Escalador máximo absoluto

Inversiones con un
mínimo de inversión,
pueden ser 0 o alguna

cantidad mayor a la mínima.
Características

normales Normalizador Mediciones con error que
sigan una distribución normal

Características
categóricas Codificador binario Tipo de sangre

Características
ordinales Codificador ordinal Lugar obtenido en una carrera

Objetivos de
regresión - Predicción del mercado

Objetivos de
clase Codificador binario

Diagnostico médico
de detección de

alguna enfermedad

La validación cruzada se realiza sobre la unión de los conjuntos de entrenamiento
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y prueba. La implementación de la validación cruzada usa la biblioteca scikit-learn de
Python, permitiendo realizar diferentes tipos de validación cruzada. Al igual que con la
descripción de la arquitectura de la RNA, se emplea un archivo json con la información
relacionada a su configuración y que contiene los siguientes parámetros:

Función de validación cruzada en scikit-learn junto con sus argumentos.

Cantidad de particiones.

Una semilla que se utiliza para la generación de números aleatorios en el entrena-
miento.

2.2.1. Problema de diagnóstico de cáncer de mama

En la literatura, el conjunto de datos de diagnóstico de cáncer de mama de Wisconsin,
o Breast Cancer Winsconsin (Diagnostic) en inglés, contiene un total de 569 instancias, con 30
parámetros de características reales y un objetivo categórico binario que califica un tumor
como benigno o maligno, con una distribución de 357 benignos (59.38 %) y 212 malignos
(40.62 %).

Dicho conjunto se usa ampliamente en la literatura para evaluar algoritmos de apren-
dizaje automático, por lo que también se usó en esta tesis. Otra de las razones es que pro-
cesar este conjunto requiere poca cantidad de preprocesamiento, ya que las características
son números reales, salvo el diagnostico que es categórico. En la literatura se suele preferir
también por estas mismas características. Aunque Python tiene una biblioteca que impor-
ta este conjunto de datos desde código, se encontró que los datos importados contienen
errores, por lo que se optó por usar el conjunto de datos original [Wol90].

2.2.2. Problema de predicción de egreso en la UAM Azcapotzalco

En la educación superior, es muy común que los alumnos se den de baja o abando-
nen sus estudios por distintas razones. Ésta es una problemática en la que la Universidad
Autónoma Metropolitana no es la excepción. Una de las razones por las cuales los alum-
nos abandonan sus estudios es por su bajo rendimiento académico, y es natural pensar
que si el alumno no es capaz de aprobar las materias, pueda sentirse abrumado y termine
abandonando.

Idealmente, la universidad detectaría esta falta de rendimiento y ayudaría al alumno
de alguna forma. Sin embargo, en algunas ocasiones la detección suele ser tardía o la
ayuda puede ser deficiente. Es por eso que en esta tesis se intentó abordar el problema
de predecir de manera anticipada el futuro egreso o el posible abandono de un alumno
usando una RNA clasificadora, la cual trabaja a partir de su historial académico o kárdex.
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Para ello, se cuenta con el kárdex anonimizado de todos los alumnos de la diez inge-
nierías de la División de Ciencias Básicas e Ingeniería de la UAM Azcapotzalco, así como
el estado académico de cada uno. Los datos se almacenan en un archivo json, el cual con-
tiene, además de los estados académicos, las calificaciones de cada Unidad de Enseñanza-
Aprendizaje (UEA) cursada, el trimestre en que se cursó y el tipo de evaluación. Los datos
se preprocesaron antes de intentar construir una RNA para ellos, ya que no es cierto que
todo alumno ha cursado toda UEA y en consecuencia hay información faltante. Para cada
alumno egresado o con baja, el preprocesamiento genera el siguiente conjunto de datos
que se usa como entrada de la RNA:

Calificación promedio para cada UEA en el plan de estudios de su carrera, con valo-
res numéricos tomados de la tabla 2.4.

Última calificación para cada UEA en el plan de estudios de acuerdo a la tabla 2.4.

Trimestre de primera inscripción para cada UEA de acuerdo a la tabla 2.5.

Trimestre de última inscripción para cada UEA de acuerdo a la tabla 2.5.

Promedio del tipo de evaluación para la inscripción de cada UEA de acuerdo a la
tabla 2.6.

Último tipo de evaluación para cada UEA de acuerdo a la tabla 2.6.

El promedio general del alumno de acuerdo a la tabla 2.4.

Cantidad de créditos obligatorios aprobados por el alumno.

Cantidad de créditos optativos aprobados por el alumno.

Último trimestre activo de acuerdo a la tabla 2.5.

Estado actual del alumno de acuerdo a la tabla 2.7. Para alumnos activos, se consi-
deran de baja si tienen más de seis trimestres sin actividad.

Tabla 2.4: Equivalencia numérica de las calificaciones.

Calificación en la UAM Valor numérico
RE 8
AO 8
EE 8
EQ 8
MB 10
B 8
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S 6
NA 4

No cursada 0

Tabla 2.5: Equivalencia numérica de los trimestres.

Trimestre en la UAM Valor numérico
iI 3i + 0
iP 3i + 1
iO 3i + 2

No cursada 0

Tabla 2.6: Equivalencia numérica de los tipos de evaluación.

Tipo de evaluación en la UAM Valor numérico
Global 1

Recuperación 2
No cursada 0

Tabla 2.7: Equivalencia numérica del estado académico.
Estado académico Valor numérico

Baja 0
Egreso 1

El preprocesamiento anterior se realizó para las carreras de Ingeniería Ambiental, In-
geniería Civil, Ingeniería en Computación, Ingeniería Eléctrica, Ingeniería Electrónica, In-
geniería Física, Ingeniería Industrial, Ingeniería Mecánica, Ingeniería Metalúrgica e Inge-
niería Química. El análisis sólo considera los planes de estudios vigentes, donde cada uno
además tiene una cantidad distinta de UEA. Los resultados se resumen en la tabla 2.8.

Tabla 2.8: Estadísticas de los conjuntos de datos para el problema de la UAM.

Carrera Número
de casos

Número
de características

Número
de bajas

Número
de egresados

Ingeniería
Ambiental 486 1053 221 265
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Ingeniería
Civil 545 1143 277 268

Ingeniería en
Computación 603 1203 342 261

Ingeniería
Eléctrica 280 897 189 91

Ingeniería
Electrónica 460 1155 304 156

Ingeniería
Física 391 1239 194 197

Ingeniería
Industrial 538 927 265 273

Ingeniería
Mecánica 484 1137 248 236

Ingeniería
Metalúrgica 309 1125 151 158

Ingeniería
Química 595 1041 252 343

2.3. Resultados y conclusiones del capítulo

Diagnóstico de cáncer de mama de Wisconsin

La literatura no proporciona detalles sobre cómo construir RNA de alta calidad para
este conjunto de datos, por lo que se tuvo que determinar experimentalmente el cómo lo-
grarlo. La tabla 2.9 resume los resultados reportados y obtenidos para el entrenamiento de
RNA para este conjunto. Los parámetros del autor con asterisco no se indican de manera
explícita en la literatura y se infirieron de fragmentos de código mostrados en su respec-
tivo artículo. Las RNA construidas para esta tesis usan la función de activación ReLU e
inicialización de los pesos Glorot o Xavier uniforme [GB10]. Dicha inicialización inicializa

cada peso wk,i,j de una distribución uniforme u(−a, a) donde a = g ·
√

6
ni + no

, g es un

parámetro real positivo denominado la ganancia, ni y no son el número de entradas y sali-
das en la capa, o las dimensiones de la matriz de pesos. La ganancia utilizada fue g =

√
2.

El entrenamiento usó el optimizador Adam. La arquitectura de la fila 3 de la tabla 2.9 fue
la primera arquitectura, junto con sus hiperpárametros como el optimizador y funciones
de activación fue encontrada de manera heurística y fuerza bruta sobre el conjunto de
búsqueda. La arquitectura de la fila 4 fue encontrada en base a los descubrimientos del
capitulo 4, mostradas en la tabla 4.4, mostrando la posibilidad de una arquitectura más
pequeña.
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Tabla 2.9: Estadísticas de los modelos para el problema de diagnóstico de cáncer de mama.

Neuronas
y autor

Porcentaje
validación

Matriz de
confusión

Matriz de
confusión

verdaderos

Exactitud
validación

Exactitud
validación

cruzada
k = 5

{9, 5, 1∗}
Sidey [SGSG19]

- - - 94 % -

Sharma [SKD18] - - - 93.06 % -
{30, 256, 128,

64, 16, 1}
Luis Angel

33.33 % 117 0
3 67

100 % 0 %
4.286 % 95.714 % 98.396 % 96.685 %

{30, 2, 1}
Luis Angel

20 % 70 1
0 42

98.592 1.409 %
0 % 100 % 99.115 % 97.345 %

En el capítulo 4 se presenta el trabajo realizado con respecto a cómo entrenar RNA
usando técnicas de programación matemática. Derivado de los experimentos realizados
en esa parte de la investigación, se descubrió que existe la RNA con capas {30, 2, 1} que
se muestra en la tabla 2.9. Aunque la RNA de ese tamaño se descubrió con programación
matemática, Pytorch también pudo construirla ya sabiendo de antemano qué arquitectu-
ra también debía funcionar. Por esta razón es que dicha red se reporta también en este
capítulo.

Los resultados permiten concluir que existe una diversidad importante de arquitectu-
ras para las que existen RNA de calidad para el mismo problema. Esto es particularmente
importante porque la evaluación de una RNA depende específicamente de su arquitec-
tura, en lo que obviamente impacta el tamaño de la RNA pero también la elección de
funciones de activación.

Problemática de egreso en la UAM Azcapotzalco

Para entrenar una RNA para este problema, el conjunto de datos se dividió en 80 %
para validación cruzada y 20 % para validación, manteniendo la proporción de las clases.
Las pruebas con validación cruzada usaron k = 5. El mejor modelo obtenido en la vali-
dación cruzada se usó para evaluar el desempeño en el conjunto de validación. La tabla
2.10 resume los resultados obtenidos por el entrenamiento de las redes neuronales. La ar-
quitectura tiene {256, 64, 64, 64, 64} neuronas por capa oculta, usa la función de activación
Leaky ReLU con pendiente 0.01, normalización por lotes, inicialización Glorot uniforme
y probabilidad de 0.5 y 0.1 de perder una entrada en las capas 0 y 4 respectivamente. El
entrenamiento usó seis lotes del conjunto de entrenamiento, el optimizador Adam y nor-
malización L2 y L1 para las activaciones en las capas 0 y 4, con pesos 0.002 y 0.00002 para
L2, y con pesos 0.00002 y 0.0000002 para L1 respectivamente.
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Tabla 2.10: Estadísticas de los modelos entrenados para el problema de la UAM.

Carrera Matriz de
confusión

Matriz de
confusión

verdaderos

Casos
validación

cruzada

Exactitud
validación

Exactitud
validación

cruzada
k = 5

Ingeniería
Ambiental

38 6
3 50

86.364 % 13.636 %
5.66 % 94.34 % 389 90.722 % 91.34 %

Ingeniería
Civil

43 12
2 52

78.182 % 21.818 %
3.704 % 96.296 % 436 87.156 % 86.789 %

Ingeniería en
Computación

62 6
3 49

91.177 % 8.824 %
5.769 % 94.231 % 483 92.5 % 91.5 %

Ingeniería
Eléctrica

38 0
2 16

100 % 0 %
11.111 % 88.889 % 224 96.429 % 94.286 %

Ingeniería
Electrónica

61 0
5 26

100 % 0 %
16.129 % 83.871 % 368 94.565 % 95.652 %

Ingeniería
Física

37 2
0 39

94.872 % 5.128 %
0 % 100 % 313 97.436 % 95.128 %

Ingeniería
Industrial

49 4
4 50

92.453 % 7.547 %
7.407 % 92.593 % 431 92.523 % 93.084 %

Ingeniería
Mecánica

47 2
5 42

95.918 % 4.082 %
10.638 % 89.362 % 388 92.708 % 94.167 %

Ingeniería
Metalúrgica

26 4
1 30

86.667 % 13.333 %
3.226 % 96.774 % 248 91.803 % 90.164 %

Ingeniería
Química

47 3
3 66

94 % 6 %
4.348 % 95.652 % 476 94.958 % 95.126 %

Los resultados parecen mostrar que el problema de predecir si los alumnos egresarán
o se darán de baja, usando únicamente su historial académico, es resoluble con una RNA.
Un detalle importante a notar es la poca cantidad de datos disponibles y lo poco balan-
ceadas que resultan ser las clases en algunas ingenierías, lo que da lugar a estadísticas
poco útiles para poder realizar inferencias para tales ingenierías. Sin embargo, las inge-
nierías con clases que están más balanceadas y con datos abundantes parecen tener un
buen desempeño, suficiente para justificar una futura investigación sobre este tema.
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Capítulo 3

Optimización de arquitectura de una
RNA con metaheurísticas

La problemática de reducir el número de hiperparámetros en una red neuronal es un
problema de sumo interés en la industria, en particular porque a la hora de implementar
redes neuronales en circuitos, un menor tamaño de las mismas implican menor gasto de
materiales y energía. En este capitulo se presentan dos metaheurísticas que buscan reducir
el tamaño de una RNA. La primera es un algoritmo genético que busca reducir la cantidad
de conexiones entre neuronas, mientras que la segunda es un algoritmo glotón que busca
reducir la cantidad de neuronas y capas utilizados en la RNA.

3.1. Algoritmo genético

Recordando que Wk ∈ R(Ck+1)×Ck+1 es la matriz de pesos de la capa k, utilizamos la
representación de la ecuación 1.4b para definir la matriz Uk para una ϵ > 0 para cada
k ∈ {0, . . . , L} como se muestra en la ecuación 3.1. A las matrices Uk se le asocian el vector
u y la ecuación 3.2 indica la relación entre el indice iu y los indices k, i, j de las matrices de
pesos Uk.

(Uk)i,j =

{
1 si | (Wk)i,j | > ϵ

0 si |(Wk)i,j| ≤ ϵ
(3.1)

uiu = (Uk)i,j (3.2)

iu = j + i · Ck+1 +
k−3

∑
ki=0

(Cki + 1) · Cki+1
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En este algoritmo, los cromosomas denotan una arquitectura construida como un sub-
conjunto de las conexiones entre neuronas que están presentes en la arquitectura original.
De manera más formal un cromosoma es un vector binario u definido de acuerdo a la
ecuación 3.2 y un cromosoma es considerado un individuo en el algoritmo. El conjunto
de varios individuos es considerado la población. Se define la aptitud del individuo como
Fitness(a, u) = e−p donde p es la pérdida obtenida por el individuo u aplicada a la arqui-
tectura a al evaluarse con el conjunto de prueba. Se utiliza una función exponencial debido
a su capacidad de limitar todos los datos reales a números únicamente positivos, asignan-
do valores más altos a individuos con pérdidas menores. La representación binaria de los
individuos u permite realizar operaciones genéticas fácilmente.

De esta manera el individuo original del algoritmo genético es el vector u lleno de
unos. Por lo tanto, se garantiza que cualquier individuo con al menos un cero tiene menos
conexiones. Por consiguiente, la peor solución visto por el algoritmo genético es precisa-
mente el individuo original que conserva todas las conexiones y que entonces no logra
ninguna reducción.

Al aplicar un individuo a una arquitectura, el individuo funciona como máscara al
multiplicar elemento a elemento Uk y Wk para toda k ∈ {0, . . . , L}. Las matrices de pesos
resultantes se evalúan con la función pérdida en el conjunto de prueba. De forma similar,
se define como Fitness (A, u) a la aptitud generada por un individuo u aplicada al con-
junto de arquitecturas A. La mayor de todas las aptitudes Fitness (a, u) para toda a ∈ A
es la aptitud de u.

El algoritmo utiliza un conjunto de arquitecturas At en la iteración o generación t para
las cuales se evalúa un individuo u. Si la aptitud obtenida es peor que la tolerancia acep-
tada, entonces se entrenan las RNA con el conjunto de entrenamiento usando todas las
arquitecturas At y empleando como máscara a u. Esto da lugar a un nuevo conjunto A′

t.
Si Fitness (A′

t, u) > Fitness (At, u), entonces se agrega la arquitectura a′t ∈ A′
t que dio la

mejor aptitud a At+1.

El algoritmo genético se descompone en los siguientes pasos:

1. Inicializa A0 con la arquitectura inicial.

2. Genera la población inicial P1 de manera aleatoria.

3. Evalúa la población inicial P1 con A0.

4. Asigna t := 1 y A1 := A1 ∪ A0.

5. Repite hasta que se alcancen el número de generaciones.

a) Selecciona de Pt a los padres, teniendo mayor probabilidad aquéllos con mejor
aptitud.

b) Cruza a los padres utilizando cruza uniforme, generando a la descendencia P′
t .
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c) Muta a los individuos de P′
t utilizando mutación estándar.

d) Evalúa cada uno de los nuevos individuos P′
t en At.

e) Selecciona individuos de P′
t ∪ Pt asignando mayor probabilidad a los que tienen

mejor aptitud, esto genera Pt+1.

f ) Asigna At+1 := At+1 ∪ At, t := t + 1.

6. Devuelve el individuo en Pt que tiene mejor aptitud.

3.2. Algoritmo glotón

Retomando la ecuación 1.4b de la matriz de pesos Wk, la heurística glotona está basada
en ascenso a la montaña y se centra en eliminar neuronas o capas. Eliminar una neurona
i en la capa k se logra repartiendo o promediando los vectores de pesos asociados a esa
neurona. Para una neurona i en la capa k, su vector de pesos corresponde con la i-ésima
columna de Wk y los enlaces de la neurona i que van a las neuronas de la capa k + 1
corresponden con la i-ésima fila de la matriz de pesos Wk+1. Redefinimos las matrices Wk
y Wk+1 como se muestran en 3.3 y 3.3, respectivamente.

Wk :=


wk,0,0 . . . wk,0,i−1 wk,0,i+1 . . . wk,0,Ck−1

... . . . ...
... . . . ...

wk,Ck−1−1,0 . . . wk,Ck−1−1,i−1 wk,Ck−1−1,i+1 . . . wk,Ck−1−1,Ck−1
βk,0 . . . βk,i−1 βk,i+1 . . . βk,Ck−1

+



wk,0,i

Ck − 1
. . .

wk,0,i

Ck − 1
... . . . ...

wk,Ck−1−1,i

Ck − 1
. . .

wk,Ck−1−1,i

Ck − 1
βk,i

Ck − 1
. . .

βk,i

Ck − 1


(3.3)

Wk+1 :=



wk+1,0,0 . . . wk+1,0,Ck+1−1
... . . . ...

wk+1,i−1,0 . . . wk+1,i−1,Ck+1−1
wk+1,i+1,0 . . . wk+1,i+1,Ck+1−1

... . . . ...
wk+1,Ck−1,0 . . . wk+1,Ck−1,Ck+1−1

βk+1,0 . . . βk+1,Ck+1−1


+


wk+1,i,0

Ck+1
. . .

wk+1,i,Ck+1−1

Ck+1
... . . . ...

wk+1,i,0

Ck+1
. . .

wk+1,i,Ck+1−1

Ck+1

 (3.4)
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La reducciones 3.3 y 3.4 se pueden aplicar hasta que quede una sola neurona en la capa
k. La reducción de capa se realiza al tener una sola neurona en la capa k como se muestra
en la ecuación 3.5. Las demás matrices de pesos simplemente se recorren como indica la
ecuación 3.6 para toda L > k′ > k.

Wk−1 := Wk−1 · Wk (3.5)

Wk′−1 := Wk′ (3.6)

Las operaciones de reducción sirven para generar arquitecturas que son subconjuntos
de la arquitectura original. Dicha arquitectura reducida mantiene las mismas funciones
de activación en cada capa. En el caso de eliminar una capa, se elimina la capa junto con
su función de activación, aunque en la implementación real se salta dicha función hasta
alcanzar la siguiente capa no eliminada. El algoritmo está parametrizado por una toleran-
cia aceptada de empeoramiento o mejora con respecto a la solución inicial, así como una
probabilidad p que se usa durante la generación de soluciones ”vecinas”, que son aquéllas
que se pueden obtener a partir de eliminar neuronas individuales, o a partir de eliminar
capas completas. Más allá de ello, el algoritmo usa la misma función de pérdida del en-
trenamiento de la arquitectura original, así como también conserva el resto de parámetros
de entrenamiento.

El algoritmo glotón se descompone en los siguientes pasos:

1. La arquitectura actual se establece como la arquitectura original.

2. Si la arquitectura tiene más de una capa entonces se puede aplicar la reducción por
capas, y si tiene más de una neurona en toda la red se puede reducir por neuronas,
en caso de poder generar arquitecturas vecinas, se generan garantizando que hay al
menos una propuesta que elimina una neurona de cada capa, y que haya al menos
una propuesta que elimina alguna capa completa en caso de tener más de una ca-
pa. Para cada capa, las demás arquitecturas generadas son aceptadas o rechazadas
de manera probabilística. Este proceso usa una probabilidad inicial p que aumenta
linealmente de acuerdo a cuántas arquitecturas se han rechazado, lo cual garantiza
que eventualmente una sea aceptada. La probabilidad deja de aumentar cuando se
acepta una arquitectura, por lo que el proceso para aceptar más arquitecturas pasa
a ser un proceso de Poisson con probabilidad p, pero restringiendo la cantidad de
arquitecturas generadas.

3. En caso de no poder reducir más la arquitectura actual, es decir, solo queda una sola
neurona en toda la red, el algoritmo termina y la devuelve.

4. Las arquitecturas generadas se evalúan usando el conjunto de prueba pero sin reen-
trenar. La arquitectura de menor pérdida es comparada con la pérdida de la arqui-
tectura original.
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a) Si es menor o igual a la tolerancia, se acepta y pasa a ser la arquitectura actual,
repitiendo el paso 2.

b) Si es mayor a la tolerancia, todas las arquitecturas propuestas se reentrenan con
el conjunto de entrenamiento. El reentrenamiento usa los parámetros y pesos de
la arquitectura original como parámetros iniciales. Al finalizar, nuevamente se
compara la pérdida de la mejor arquitectura generada con el de la arquitectura
original.

1) Si es menor o igual a la tolerancia, la arquitectura se acepta y pasa a ser la
arquitectura actual, repiriendo el paso 2.

2) Si es mayor a la tolerancia, el algoritmo termina y devuelve la arquitectura
actual.

3.3. Resultados y conclusiones del capítulo

La exactitud mostrada en las tablas 3.1 y 3.2 sólo considera el conjunto de validación
para el mismo problema. En el caso del algoritmo genético, la cantidad de conexiones
se calcula contando la cantidad de unos de las matrices Uk o del vector u asociado a la
arquitectura. Las heurísticas tienen un tiempo de ejecución que no es despreciable, princi-
palmente porque cuando los pesos que se estimaron para una arquitectura reducida pro-
ducen una RNA que genera resultados de baja calidad, la RNA con la nueva arquitectura
se reentrena con el método clásico.

Los resultados parecen mostrar que la metaheurística genética reduce considerable-
mente el número de conexiones en una red neuronal, aunque pierda un poco de exactitud.
La metaheurística glotona, por otra parte, parece reducir el número de capas y neuronas
utilizadas a cada paso, pero sin perder mucha exactitud. Considerando que ambas reduc-
ciones no cambiaron el desempeño original, las metaheurísticas parecen apropiadas para
aplicarse en otros problemas. Además, la implementación de las metaheurísticas podría
mejorarse para acelerarlas. En conclusión, parece buena idea continuar la investigación en
torno a estas metaheurísticas.

Tabla 3.1: Estadísticas de los modelos optimizados por el algoritmo glotón para el proble-
ma de predecir el egreso en la UAM.

Carrera
Matriz de
confusión

Exactitud
validación
(original)

Exactitud
validación

Neuronas
(original)

Neuronas
Tiempo de
ejecución

Ingeniería
Ambiental

36 8
1 52 90.722 % 90.722 % [1053, 256, 64,

64, 64, 64, 1]
[1053, 256, 63,

64, 56, 0, 1] 908 s

Ingeniería
Civil

43 12
3 51 87.156 % 86.239 % [1143, 256, 64,

64, 64, 64, 1]
[1143, 250, 64,

61, 0, 64, 1] 3287 s
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Ingeniería en
Computación

60 8
1 51 92.5 % 92.5 % [1203, 256, 64,

64, 64, 64, 1]
[1203, 254, 63,
62, 62, 61, 1] 510 s

Ingeniería
Eléctrica

38 0
1 17 96.429 % 98.214 % [897, 256, 64,

64, 64, 64, 1]
[897, 251, 63,
62, 63, 0, 1] 554 s

Ingeniería
Electrónica

59 2
1 30 94.565 % 96.739 % [1155, 256, 64,

64, 64, 64, 1]
[1155, 254, 63,
61, 61, 63, 1] 502 s

Ingeniería
Física

37 2
0 39 97.436 % 97.436 % [1239, 256, 64,

64, 64, 64, 1]
[1239, 254, 63,

62, 60, 0, 1] 187 s

Ingeniería
Industrial

47 6
1 53 92.523 % 93.458 % [927, 256, 64,

64, 64, 64, 1]
[927, 255, 64,
64, 64, 62, 1] 549 s

Ingeniería
Mecánica

46 3
3 44 92.708 % 93.75 % [1137, 256, 64,

64, 64, 64, 1]
[1137, 256, 63,
63, 61, 59, 1] 365 s

Ingeniería
Metalúrgica

26 4
2 29 91.803 % 90.164 % [1125, 256, 64,

64, 64, 64, 1]
[1125, 250, 64,

64, 61, 0, 1] 417 s

Ingeniería
Química

48 2
3 66 94.958 % 95.798 % [1041, 256, 64,

64, 64, 64, 1]
[1041, 255, 63,
60, 60, 64, 1] 815 s

Tabla 3.2: Estadísticas de los modelos optimizados por el algoritmo genético para el pro-
blema de predecir el egreso en la UAM

Carrera
Matriz de
confusión

Exactitud
validación
(original)

Exactitud
validación

Conexiones
(original)

Conexiones y
porcentaje del

original

Tiempo de
ejecución

Ingeniería
Ambiental

38 6
0 53 90.722 % 93.814 % 298817 39916

(13.4 %) 718 s

Ingeniería
Civil

43 12
1 53 87.156 % 88.073 % 321857 43131

(13.4 %) 954 s

Ingeniería en
Computación

59 9
1 51 92.5 % 91.667 % 337217 48790

(14.4 %) 693 s

Ingeniería
Eléctrica

37 1
0 18 96.429 % 98.214 % 258881 41853

(16.2 %) 289 s

Ingeniería
Electrónica

60 1
1 30 94.565 % 97.826 % 324929 43734

(13.4 %) 300 s

Ingeniería
Física

38 1
0 39 97.436 % 98.718 % 346433 38640

(11.2 %) 2184 s

Ingeniería
Industrial

47 6
0 54 92.523 % 94.393 % 266561 43158

(16.2 %) 558 s

Ingeniería
Mecánica

45 4
2 45 92.708 % 93.75 % 320321 40918

(12.8 %) 211 s
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Ingeniería
Metalúrgica

25 5
0 31 91.803 % 91.803 % 317249 37589

(11.8 %) 267 s

Ingeniería
Química

46 4
2 67 94.958 % 94.958 % 295745 42779

(14.5 %) 798 s
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Capítulo 4

Entrenamiento de una RNA mediante
programación lineal entera

En este capítulo se describe cómo plantear el problema de entrenar una RNA usando
programación lineal entera mixta. La idea clave consiste en modelar los pesos y sesgos
como números de punto fijo. La resolución del modelo permitiría incluso encontrar el óp-
timo global, pero también es un proceso que resultó ser muy lento en la práctica. Además
de describir cómo modelar el proceso de entrenamiento, se explican aspectos prácticos
sobre cómo acelerar su resolución.

4.1. Modelo de programación lineal entera mixta

El modelo de programación lineal entera se divide en cuatro secciones. Se usará la no-
tación a(i, j, k) para denotar variables dentro del modelo, mientras que se usará la notación
ai,j,k para denotar constantes. Modelar las funciones de activación o pérdida requieren el
uso de variables y restricciones auxiliares. Cada vez que se evalúe una variable z en una
función de activación o de pérdida, se generarán implícitamente sus variables y restriccio-
nes correspondientes.

Tabla 4.1: Constantes del modelo.

Notación Tipo Descripción
L Natural Cantidad de capas en la RNA.

Ck Natural Cantidad de neuronas en la capa k.
pk,i,j Natural Potencia de dos máxima en el peso para la entrada i en la

neurona j de la capa k.
bk,i,j Natural Cantidad de bits permitidos en el peso para la entrada i en

la neurona j de la capa k.
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wk,i,j Real Peso precalculado para la entrada i en la neurona j de la
capa k.

αTmax Real Fracción máxima, αTmax ∈ [0, 1] de instancias que su pérdi-
da se tomará como restricción en el modelo adicional.

αTmin Real Fracción mínima, αTmin ∈ [0, 1], de instancias que su pérdi-
da se tomará como restricción en el modelo adicional.

Di,k Real Peso de la norma-i o norma Li en la capa k. Utilizada en el
modelo adicional para integrar la regularización con norma
L1 y L2.

ctol Real Valor de tolerancia en la salida de la RNA utilizado en las
restricciones de pérdida de las instancias.

Sk Real Porcentaje mínimo de pesos que deben ser 0 en la capa k.
T Natural Tamaño del conjunto de entrenamiento.

xt,i Real Entrada i del vector de características en la instancia t del
conjunto de entrenamiento.

ŷt,i Real La entrada i del vector de la salida esperada en la instancia
t del conjunto de entrenamiento.

Kspm Conjunto Conjunto de pendientes que se utilizan en la aproximación
lineal de la función Softplus multivariable ϕspm, αspm ∈
(0, 1) para toda αspm ∈ Kspm

Kmse Conjunto Conjunto de pendientes que se utilizan en la aproximación
lineal de la función cuadrática, mmse ∈ [0, ∞) para toda
mmse ∈ Kmse.

βk Real Valor del sesgo en la capa k.
ϵ Real Constante muy pequeña.
M Real Constante muy grande.
EL Conjunto Conjunto de funciones de perdida para la RNA.
Eϕ Conjunto Conjunto de funciones de activación para la RNA.

Tabla 4.2: Variables del modelo.

Notación Tipo Descripción
ax(t, k, i) Real Valor que entra a la neurona i de la capa k para la instancia

t.
ay(t, k, i) Real Valor que sale de la neurona i de la capa k para la instancia

t.
aϕ(t, k, i) Real Valor que entra a la función de activación de la neurona i

capa k para la instancia t.
aw(t, k, i, j) Real Valor de la multiplicación de la entrada i a la neurona j en

la capa k para la instancia t por sus peso correspondiente.
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ab(t, k, i, j, l) Real Valor de la multiplicación de la entrada i a la neurona j en la
capa k para la instancia t por su coeficiente binario en caso
de que el bit l esté prendido en caso contrario es 0.

L f (y, ŷ) Real Valor de la pérdida o error de y con respecto a ŷ basado en
la función de perdida f .

ϕ f (z) Real Valor de la función de activación f evaluada en z.
u f (z) Binaria Variable auxiliar en la definición de la función f evaluada

en z como restricción del programa entero.
w(k, i, j) Real Valor del peso para la entrada i en la neurona j de la capa k.

wb(k, i, j, l) Binaria Bit l-ésimo del peso para la entrada i en la neurona j de la
capa k.

y(t, i) Real Salida i-ésima de la RNA para la instancia t.
E(t) Real Error de perdida total para la instancia t en la RNA.
bpre Binaria Variable auxiliar para la búsqueda local sobre los pesos

w(k, i, j) utilizando los pesos wk,i,j calculados previamente.
bsparse(k, i, j) Binaria Variable auxiliar que restringe el peso w(k, i, j) a 0, indican-

do dispersión sobre la matriz de pesos.
basym(k, j, i) Binaria Variable auxiliar que indica si el elemento i del vector aso-

ciado a la neurona j capa k es mayor o igual al elemento i
del vector asociado a la neurona j + 1 de la capa k.

brelax(t) Binaria Variable auxiliar que indica si la instancia t se toma como
restricción o como objetivo.

4.1.1. Funciones utilizadas en el modelo

La función escalón dada en la ecuación 4.1a permite redefinir la función de activación
Threshold y la función Hardshrinkage, definidas en las ecuaciones 4.8a y 4.10a, respecti-
vamente. Esto es posible usando la propiedad 4.1b.

ϕu(x) =
{

0 si x < 0
1 si x ≥ 0 (4.1a)

ϕu(−x) = 1 − ϕu(x) (4.1b)

Las propiedades 4.2b y 4.2c permite redefinir la función LeakyReLU, como se mues-
tra en la ecuación 4.6a. La propiedad 4.2a permite redefinir las funciones Softshrink y
Hardshrink, como se muestra en las ecuaciones 4.9a y 4.10a, respectivamente.
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mı́n (x0, . . . , xn) = −máx (−x0, . . . , xn) (4.2a)

mı́n (a, b) =
a + b − |a − b|

2
(4.2b)

máx (a, b) =
a + b + |a − b|

2
(4.2c)

La tabla 4.3 contiene las funciones utilizadas para modelar las funciones soportadas
por Pytorch y que pueden emplearse en el modelo matemático. En la siguiente sección se
describirá cómo es posible aproximar funciones no lineales.

Tabla 4.3: Funciones utilizadas en el programa entero.

Función Fórmula

Escalón
unitario

ϕu(x) =
{

0 si x < 0
1 si x ≥ 0

(4.3)

Rectificador
lineal

(ReLU)

ϕrlu(x) = máx(0, x) (4.4)

Valor
absoluto

ϕabs(x) = |x| = máx(x,−x) (4.5)

LeakyReLU

ϕlrlu(x) = máx(0, x) + mlrlu · mı́n(0, x)

ϕlrlu(x) =
x + |x|

2
+ mlrlu ·

x − |x|
2

ϕlrlu(x) =
x + ϕabs(x)

2
+ mlrlu ·

x − ϕabs(x)
2

(4.6a)

ReLU6
ϕrlu6(x) = máx(0, x)− máx(0, x − 6)
ϕrlu6(x) = ϕrlu(x)− ϕrlu(x − 6) (4.7a)
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Threshold

ϕthr(x)
= máx(0, x − cthr) + cthr · ϕu(x − cthr) + cval · (1 − ϕu(x − cthr))

= máx(0, x − cthr) + cthr · ϕu(x − cthr) + cval · (ϕu(−(x − cthr)))

= ϕrlu(x − cthr) + cval + (cthr − cval) · ϕu(x − cthr) (4.8a)

Softshrinkage
ϕsshr(x) = máx(0, x − λsshr) + mı́n(0, x + λsshr)

ϕsshr(x) = máx(0, x − λsshr)− máx(0,−(x + λsshr))

ϕsshr(x) = ϕrlu(x − λsshr)− ϕrlu(−(x + λsshr)) (4.9a)

Hardshrinkage

ϕhshr(x) = máx (0, x − λhshr) + mı́n(0, x + λhshr)+
λhshr · ϕu(x − λhshr)− λhshr · (1 − ϕu(x + λhshr))

ϕhshr(x) = máx (0, x − λhshr)− máx(0,−(x + λhshr))+
λhshr · ϕu(x − λhshr)− λhshr · ϕu(−(x + λhshr))

ϕhshr(x) = ϕrlu (x − λhshr)− ϕrlu(−(x + λhshr))+
λhshr · ϕu(x − λhshr)− λhshr · ϕu(−(x + λhshr))

(4.10a)

Hardtanh
ϕhtanh(x) = chtmin + máx(0, x − chtmin)− máx(0, x − chtmax)

ϕhtanh(x) = chtmin + ϕrlu(x − chtmin)− ϕrlu(x − chtmax) (4.11a)

Hardsigmoid
ϕhσ(x) = máx

(
0,

x + 3
6

)
− máx

(
0,

x + 3
6

− 1
)

ϕhσ(x) = ϕrlu

(
x + 3

6

)
− ϕrlu

(
x − 3

6

)
(4.12a)

RealSoftmax ϕrsmax(x0, . . . , xn−1) = ln

(
n−1

∑
j=0

exj

)
(4.13)
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Softmax

ϕsmax(x0, . . . , xn−1)i =
exi

n−1

∑
j=0

exj

=
1

n−1

∑
j=0

exj−xi

(4.14a)

ϕsmax(x0, . . . , xn−1)i = e−ϕrsmax(x0−xi ,...,xn−1−xi) (4.14b)

ϕsmax(x0, . . . , xn−1)i =
∂

∂xi
ϕrsmax(x0, . . . , xn−1) (4.14c)

Softplus
multivariable

ϕspm(x0, . . . , xn−1) = ln

(
1 +

n−1

∑
j=0

exj

)
(4.15a)

ϕspm(x0, . . . , xn−1) = ϕrsmax(0, x0, . . . , xn−1) (4.15b)

Sigmoide

ϕσ(x) =
1

1 + e−x =
ex

1 + ex (4.16a)

ϕσ(x) = e−ϕspm(−x) (4.16b)

ϕσ(x) =
d

dx
ϕspm(x) (4.16c)

Entropia
cruzada
binaria

con logits
(bcelog)

Lbcelog(x, t)

= −wbce · (pbce · t · ln(ϕσ(x)) + (1 − t) · ln(1 − ϕσ(x))) (4.17a)
= −wbce · (pbce · t · ln(ϕσ(x)) + (1 − t) · ln(ϕσ(−x)))
= −wbce · (pbce · t · (−ϕspm(−x)) + (1 − t) · (−ϕspm(x)))
= wbce · (pbce · t · ϕspm(−x) + (1 − t) · ϕspm(x)) (4.17b)

Knullerback
con sigmoide

Lkldσ(x, t) = t · ln
(

t
ϕσ(x)

)
Lkldσ(x, t) = t · (ln(t)− ln(ϕσ(x))) (4.18a)
Lkldσ(x, t) = t · (ln(t)− (−ϕspm(−x)))
Lkldσ(x, t) = t · (ln(t) + ϕspm(−x)) (4.18b)
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Knullerback
con softmax

Lkldsmax(x0, . . . , xn−1, t0, . . . , tn−1)

=
n−1

∑
i=0

ti · ln
(

ti

ϕsmax(x0, . . . , xn−1)i

)
=

n−1

∑
i=0

ti · (ln(ti)− ln(ϕsmax(x0, . . . , xn−1)i)) (4.19a)

=
n−1

∑
i=0

ti · (ln(ti)− (−ϕspm(x0 − xi, . . . , xn−1 − xi)))

=
n−1

∑
i=0

ti · (ln(ti) + ϕspm(x0 − xi, . . . , xn−1 − xi)) (4.19b)

Entropia
cruzada

con softmax

Lcesmax(x0, . . . , xn−1, t0, . . . , tn−1)

=
n−1

∑
i=0

−wi · ti · ln (ϕsmax(x0, . . . , xn−1)i) (4.20a)

=
n−1

∑
i=0

−wi · ti · (−ϕspm(x0 − xi, . . . , xn−1 − xi))

=
n−1

∑
i=0

wi · ti · ϕspm(x0 − xi, . . . , xn−1 − xi) (4.20b)

4.1.2. Modelado de las funciones de activación

Denotamos como ϕ f (z) a la variable que contiene el valor de la función f aplicada a z,
es decir ϕ f (z) = f (z), y la variable binaria u f (z) es una variable auxiliar de la función f .
Para las funciones de valor absoluto ϕabs y de la unidad lineal rectificadora ϕrlu, se generan
las restricciones y variables mostradas en las ecuaciones 4.21 y 4.22, respectivamente.

ϕabs(z) ≥ z
ϕabs(z) ≥ −z

uabs(z) = 1 =⇒ ϕabs(z) ≤ z
uabs(z) = 0 =⇒ ϕabs(z) ≤ −z

(4.21)
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ϕrlu(z) ≥ z
ϕrlu(z) ≥ 0

urlu(z) = 1 =⇒ ϕrlu(z) ≤ z
urlu(z) = 0 =⇒ ϕrlu(z) ≤ 0

(4.22)

Sustituyendo las variables de la función de valor absoluto ϕabs(z) en 4.6a, definimos la
restricción para la función LeakyReLU, como se muestra en la ecuación 4.22.

ϕlrlu(z) =
z + ϕabs(z)

2
+ mlrlu · z − ϕabs(z)

2
(4.23)

Auxiliándose de la propiedad de la variable binaria urlu(z) = ϕu(z), definimos las
restricciones para las funciones Hardshrinkage y Threshold, como se muestra en las ecua-
ciones 4.25 y 4.24, respectivamente.

ϕthr(z) = ϕrlu(z − cthr) + cval + (cthr − cval) · (1 − urlu(z − cthr)) (4.24)

ϕhshr(z) =
ϕrlu (z − λhshr) + λhshr · urlu(z − λhshr)−

ϕrlu(−(z + λhshr))− λhshr · urlu(−(z + λhshr))
(4.25)

Las restricciones para las funciones Softshrinkage, ReLU6, Hardsigmoid y Hardtanh,
se muestran en las ecuaciones 4.26, 4.27, 4.28, y 4.29, respectivamente, y se derivan de
sustituir las variables de ReLU en sus respectivas formulas.

ϕsshr(z) = ϕrlu(z − λsshr)− ϕrlu(−(z + λsshr)) (4.26)

ϕrlu6(z) = ϕrlu(z)− ϕrlu(z − 6) (4.27)

ϕhσ(z) = ϕrlu

(
z + 3

6

)
− ϕrlu

(
z − 3

6

)
(4.28)

ϕhtanh(z) = chtmin + ϕrlu(z − chtmin)− ϕrlu(z − chtmax) (4.29)

4.1.3. Modelado de las funciones de pérdida

Sea f una función estrictamente convexa y diferenciable. Las ecuación 4.30a definen
aproximaciones lineales de f utilizando las derivadas parciales de la función. Más aún, f
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siempre está por encima de cualquiera de sus aproximaciones lineales dado que es estric-
tamente convexa y la desigualdad 4.30b se cumple. Al ser un problema de minimización,
las restricciones pueden expresarse como desigualdades de mayor igual de todos los hí-
perplanos tangentes calculados.

f (x0, . . . , xn−1) ≈
n−1

∑
i=0

∂ f
∂xi

(a0, . . . , an−1) · (xi − ai) + f (a0, . . . , an−1) (4.30a)

f (x0, . . . , xn−1) ≥
n−1

∑
i=0

∂ f
∂xi

(a0, . . . , an−1) · (xi − ai) + f (a0, . . . , an−1) (4.30b)

Para modelar el error absoluto utilizamos las restricciones de la ecuación 4.31. Obser-
ve que el error absoluto se modela con exactitud. Para otras funciones como pérdida de
Huber o Smooth L1 utilizamos aproximaciones lineales como se describe en esta sección.

Labs(y, ŷ) ≥ −(y − ŷ)
Labs(y, ŷ) ≥ +(y − ŷ) (4.31)

Las funciones x2 y Softplus multivariable ϕspm son funciones estrictamente convexas.
Para x2 se tiene la ecuación 4.32a y sustituyendo m = 2x0 tenemos la ecuación 4.32b.

x2 ≥ 2x0 · (x − x0) + x2
0 (4.32a)

x2 ≥ m ·
(

x − m
2

)
+
(m

2

)2
(4.32b)

La aproximación lineal de x2 permite definir las restricciones para las funciones de
pérdida de error cuadrático, pérdida de Huber y Smooth L1, como se muestra en las ecua-
ciones 4.33, 4.34 y 4.35, respectivamente.

Lmse(y, ŷ) ≥mmse ·
(
+(y − ŷ)− mmse

2

)
+
(mmse

2

)2
∀mmse ∈ Kmse

Lmse(y, ŷ) ≥mmse ·
(
−(y − ŷ)− mmse

2

)
+
(mmse

2

)2
∀mmse ∈ Kmse

(4.33)
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Lhub(y, ŷ) ≥mmse

2
·
(
+(y − ŷ)− mmse

2

)
+

1
2
·
(mmse

2

)2
∀mmse < mhub

Lhub(y, ŷ) ≥mmse

2
·
(
−(y − ŷ)− mmse

2

)
+

1
2
·
(mmse

2

)2
∀mmse < mhub

Lhub(y, ŷ) ≥mhub ·
(
+(y − ŷ)− mhub

2

)
Lhub(y, ŷ) ≥mhub ·

(
−(y − ŷ)− mhub

2

)
(4.34)

Lslone(y, ŷ) ≥ mmse

2 · βslone
·
(
+(y − ŷ)− mmse

2

)
+

1
2 · βslone

·
(mmse

2

)2
∀mmse < βslone

Lslone(y, ŷ) ≥ mmse

2 · βslone
·
(
−(y − ŷ)− mmse

2

)
+

1
2 · βslone

·
(mmse

2

)2
∀mmse < βslone

Lslone(y, ŷ) ≥+ (y − ŷ)− βslone

2

Lslone(y, ŷ) ≥− (y − ŷ)− βslone

2
(4.35)

Las aproximaciones lineales asociadas a las funciones de pérdida de clasificación uti-
lizan una aproximación lineal del logaritmo de la función Softmax ϕsmax y sigmoide ϕσ.
Para simplificar la aproximación se expresan dichas funciones en términos de la función
Softplus multivariable.

ln(ϕsmax(x)i) = −ϕrsmax(x0 − xi, . . . , xn−1 − xi)

ln(ϕsmax(x)i) = −ϕrsmax(0, x0 − xi, . . . , xj − xi, . . . , xn−1 − xi) ∀j ̸= i

ln(ϕsmax(x)i) = −ϕspm(x0 − xi, . . . , xj − xi, . . . , xn−1 − xi) ∀j ̸= i (4.36a)

ln(ϕσ(x)) = −ϕspm(−x) (4.36b)

Deduciremos la aproximación lineal 4.37 de la función ϕspm donde m0 = ϕsmax(0, a0, . . . , a0)i,

y0 = a0 − ln(m0), m1 = ϕsmax(0, . . . , a1, . . . , 0)i, y1 = a1 − ln(mi), 0 ≤ m0 <
1
n

y 0 ≤ m1 < 1
con a0 y a1 números reales.

ϕspm(x0, . . . , xn−1) ≥
n−1

∑
i=0

mj ·
(
xi −

(
yj + ln(mj)

))
+ yj ∀j ∈ {0, 1} (4.37)

Utilizando las derivadas parciales de ϕspm, cuya definición está en la ecuación 4.15a, y
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la definición 4.14a de ϕsmax se obtiene la ecuación 4.38a. Sustituyendo en la aproximación
lineal 4.30a de la función ϕspm(x0, . . . , xn−1), obtenemos la ecuación 4.38b.

∂ϕspm

∂xi
(x0, . . . , xn−1) =

exi

1 +
n−1

∑
j=0

exj

= ϕsmax(0, x0, . . . , xn−1)i (4.38a)

ϕspm(x0, . . . , xn−1) ≥
n−1

∑
i=0

ϕspm(0, a0, . . . , an−1)i · (xi − ai) + ϕspm(a0, . . . , an−1) (4.38b)

Tomando
m0 = ϕsmax(0, a0, . . . , a0)i =

ea0

1 + nea0
,

encontramos que

a0 = ln
(

m0

1 − m0n

)
= ln(m0)− ln(1 − m0n).

Por otro lado,

ϕspm(a0, . . . , a0) = ln(1 + nea0) = ln
(

1 + n ·
(

m0

1 − m0n

))
= ln

(
1

1 − m0n

)
= − ln(1 − m0n)

=a0 − ln(m0)

Tomando y0 = a0 − ln(m0), se tiene a0 = y0 + ln(m0). Para que las ecuaciones estén bien

definidas, se debe cumplir que 0 ≤ m0 <
1
n

. Esto resulta en la aproximación lineal 4.37
para j = 0.

De forma similar, tenemos que

m1 = ϕspm(0, . . . , a1, . . . , 0)i =
ea1

n + ea1

a1 = ln
(

m1n
1 − m1

)
= ln(m1) + ln(n)− ln(1 − m1)

ϕspm(0, . . . , a1, . . . , 0) = ln(n + ea1) = ln
(

n +
m1n

1 − m1

)
= ln

(
n

1 − m1

)
= ln(n)− ln(1 − m1)

=a1 − ln(m1)

Si tomamos y1 = a1 − ln(m1), entonces a1 = y1 + ln(m1). Para que las ecuaciones estén
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bien definidas se debe cumplir que 0 ≤ m1 < 1. Esto resulta en la aproximación lineal 4.37
para j = 1.

Usando la aproximación lineal 4.37 y la propiedad 4.39, se definen las restricciones
4.40 donde m0 = αspm/n, m1 = αspm, y0 = − ln(1 − m0n), y1 = ln(n) − ln(1 − m1) y
aj = yj + ln(mj) para j = 0, 1. Se considera que las constantes y0, m0, y1, m1 y aj se definen
para cada αspm ∈ Kspm.

ϕspm(x0, . . . , xn−1) ≥ máx(0, x0, . . . , xn−1) (4.39)

ϕspm(y(0), . . . , y(n − 1)) ≥ 0
ϕspm(y(0), . . . , y(n − 1)) ≥ y(i) ∀i ∈ {0, . . . , n − 1}

ϕspm(y(0), . . . , y(n − 1)) ≥ yj + mj ·
n−1

∑
i=0

(y(i)− aj)
∀j ∈ {0, 1},

∀αspm ∈ Kspm

(4.40)

Cuando n = 1 tomamos m0 = m1 = αspm y a0 = a1 = − ln(1 − αspm) + ln(αspm). De

esta manera y0 = y1 = − ln(1 − αspm) = ln
(

1
1 − αspm

)
. Las restricciones correspondien-

tes se muestran en la expresión 4.41.

ϕsp(y) ≥ 0
ϕsp(y) ≥ y

ϕsp(y) ≥ ln
(

1
1 − αspm

)
+ αspm ·

(
y − ln

(
αspm

1 − αspm

))
∀αspm ∈ Kspm

(4.41)

Las aproximaciones lineales de Softplus se utilizan en la aproximación de las función
de pérdida de entropía cruzada binaria y la divergencia Kullback-Leibler, en ambos casos
combinadas con la función logística o sigmoide, como se muestra en las ecuaciones 4.17b
y 4.18b, respectivamente.

ϕσ(−x) = 1 − ϕσ(x) (4.42)

Lbce(y, ŷ) =− w · (p · ŷ · ϕspm(−y) + (1 − ŷ) · ϕspm(y))
=− w · (p · ŷ · ϕsp(−y) + (1 − ŷ) · ϕsp(y))

(4.43a)

Lkld(y, ŷ) =ŷ · (ln(ŷ) + ϕspm(−y))
=ŷ · (ln(ŷ) + ϕsp(−y))

(4.43b)

Las aproximaciones lineales de softplus multivariable ϕspm se utilizan en las restric-
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ciones de entropía cruzada y divergencia Kullback-Leibler, mostradas en las ecuaciones
4.20b y 4.19b, respectivamente, con n > 1, dando lugar a las restricciones 4.44 y 4.45.

Lce(y(j), ŷj) = wj · ŷj · ϕspm(y(i0)− y(j), . . . , y(in−2)− y(j))

∀j ∈{0, . . . , n − 1},
∀k ∈{0, . . . , n − 2},
ik ∈{0, . . . , n − 1},
ik ̸=j,
wj ∈R+

Lce(y(0), . . . , y(n − 1), ŷ0, . . . , ŷn−1) =
n−1

∑
j=0

Lce(y(j), ŷj)

(4.44)

Lkld(y(j), ŷj) = ŷj ·
(
ln(ŷj) + ϕspm(y(i0)− y(j), . . . , y(in−2)− y(j))

) ∀j ∈{0, . . . , n − 1},
∀k ∈{0, . . . , n − 2},
ik ∈{0, . . . , n − 1},
ik ̸=j

Lkld(y(0), . . . , y(n − 1), ŷ0, . . . , ŷn−1) =
n−1

∑
j=0

Lkld(y(j), ŷj)

(4.45)

4.1.4. Modelo general de la RNA

El modelo se define en el mismo orden que la propagación hacia adelante en la RNA.
Se generan las variables ax(t, k, i) y ay(t, k, j), donde son la i-ésima entrada y j-ésima salida
de la capa k para el caso t respectivamente. Al conectar las capas k y k + 1, se forma la
restricción 4.46 para toda t ∈ {0, . . . , T − 1}, k ∈ {0, . . . , L − 2}, j ∈ {0, . . . , Ck+1 − 1}.

ax(t, k + 1, j) = ay(t, k, j) (4.46)

La variable restante ax(t, k, Ck) de toda capa k y todo caso t se conecta con el sesgo βk,
dando lugar a la restricción 4.47.

ax(t, k, Ck) = βk (4.47)

Las variables w(k, i, j) contienen los pesos entre la neurona i de la capa k y la neurona
j de la capa k + 1. Al estar en complemento a dos se obtiene la restricción 4.48 para toda
k ∈ {0, . . . , L − 2}, i ∈ {0, . . . , Ck}, j ∈ {0, . . . , Ck+1 − 1}.
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w(k, i, j) = −2(pk,i,j) · wb(k, i, j, 0) +
bk,i,j−1

∑
l=1

2(pk,i,j)−l · wb(k, i, j, l) (4.48)

Definimos ab(t, k, i, j, l) como el valor de la multiplicación de la activación ax(t, k, i) por
el l-ésimo coeficiente binario del peso w(k, i, j). Esta igualdad se plantea como dos restric-
ciones de implicación para toda t ∈ {0, . . . , T − 1}, k ∈ {0, . . . , L − 2}, i ∈ {0, . . . , Ck},
j ∈ {0, . . . , Ck+1 − 1}, l ∈ {0, . . . , bk,i,j − 1}.

wb(k, i, j, l) = 1 =⇒ ab(t, k, i, j, l) = 2(pk,i,j)−l · ax(t, k, i)
wb(k, i, j, l) = 0 =⇒ ab(t, k, i, j, l) = 0

(4.49)

Debido a que se utiliza complemento a dos en la representación binaria de los pe-
sos w(k, i, j) entonces la multiplicación con el dígito más significativo wb(k, i, j, 0) tiene
signo negativo, mientras que las demás l-ésimas multiplicaciones son positivas. Suman-
do todas las l-ésimas multiplicaciones se obtiene aw(t, k, i, j) que representa el valor de la
multiplicación de ax(t, k, i) por el peso w(k, i, j), dando pie a la restricción 4.50 para toda
t ∈ {0, . . . , T − 1}, k ∈ {0, . . . , L − 2}, i ∈ {0, . . . , Ck}, j ∈ {0, . . . , Ck+1 − 1}.

aw(t, k, i, j) = −ab(t, k, i, j, 0) +
bk,i,j−1

∑
l=1

ab(t, k, i, j, l) (4.50)

Posteriormente definimos aϕ(t, k, j) como el valor de la entrada a la función de activa-
ción ϕ para la instancia t en la capa k y en la neurona j. La variable aϕ(t, k, j) no es más que
la suma de los valores aw(t, k, i, j) que ya contienen las multiplicaciones de la activación y
los pesos, dando pie a la restricción 4.51 para toda t ∈ {0, . . . , T − 1}, k ∈ {0, . . . , L − 1},
j ∈ {0, . . . , Ck+1 − 1}.

aϕ(t, k, j) =
Ck

∑
i=0

aw(t, k, i, j) (4.51)

Cada función de activación requiere un conjunto de restricciones distinto, así que se de-
fine la restricción 4.52 para toda t ∈ {0, . . . , T − 1}, k ∈ {0, . . . , L − 1}, ∀j ∈ {0, . . . , Ck+1 −
1}, donde ϕk(z) es el valor de la función de activación de la capa k evaluada en z.

ay(t, k, j) = ϕk
(
aϕ(t, k, j)

)
(4.52)

Conectamos xt,i e y(t, j) que denotan el i-ésimo componente de la entrada y el j-ésimo
componente de la salida de la RNA para la instancia t. Dando pie a las restricciones 4.53
para toda i ∈ {0, . . . , C0 − 1} y j ∈ {0, . . . , CL−1 − 1} respectivamente y cada uno para
cada caso t ∈ {0, . . . , T − 1}.
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ax(t, 0, i) =xt,i

y(t, j) =ay(t, L − 1, j)
(4.53)

Consideramos E(t) como la pérdida o error de la RNA asociado a la instancia t, y
como L f (y(t, 0), . . . , y(t, n − 1), ŷt,0, . . . , ŷt,n−1) al valor del error asociado a la función de
pérdida f ∈ E f evaluada en la instancia t con las salidas esperadas ŷt,i y salidas y(t, i).
Las restricciones 4.54 para cada t ∈ {0, . . . , T − 1} definen el promedio de las funciones
de pérdida asociadas.

E(t) =

∑
f∈E f

L f (y(t, i0), . . . , y(t, in−1), ŷt,i0 , . . . , ŷt,in−1)

|E f |
(4.54)

La función objetivo más simple es minimizar el promedio de los errores en cada ins-
tancia.

mı́n

T−1

∑
t=0

E(t)

T

(4.55)

4.1.5. Modelo con restricciones adicionales

En el caso de desear realizar búsqueda local sobre pesos calculados previamente, se
modifican las restricciones 4.48 y 4.50 por las restricciones 4.56, además de agregar las
restricciones 4.57.

w(k, i, j) =

 wk,i,j · bpre − 2(pk,i,j) · wb(k, i, j, 0)+
bk,i,j−1

∑
l=1

2(pk,i,j)−l · wb(k, i, j, l)

 ∀k ∈ {0, . . . , L − 2},
∀i ∈ {0, . . . , Ck},
∀j ∈ {0, . . . , Ck+1 − 1}

aw(t, k, i, j) = apre(t, k, i, j)− ab(t, k, i, j, 0) +
bk,i,j−1

∑
l=1

ab(t, k, i, j, l)

∀t ∈ {0, . . . , T − 1},
∀k ∈ {0, . . . , L − 2},
∀i ∈ {0, . . . , Ck},
∀j ∈ {0, . . . , Ck+1 − 1}

(4.56)
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bpre = 1 =⇒ apre(t, k, i, j) = wk,i,j · a(t, k, i)
bpre = 0 =⇒ apre(t, k, i, j) = 0

∀t ∈ {0, . . . , T − 1},
∀k ∈ {0, . . . , L − 2},
∀i ∈ {0, . . . , Ck},
∀j ∈ {0, . . . , Ck+1 − 1}

(4.57)

En el caso de querer agregar restricciones que propicien la dispersión de las matrices
de pesos como método de regularización, se introducen las restricciones 4.58.

bsparse(k, i, j) = 1 =⇒ w(k, i, j) = 0
∀k ∈ {0, . . . , L − 2},
∀i ∈ {0, . . . , Ck},
∀j ∈ {0, . . . , Ck+1 − 1}

Ck

∑
i=0

Ck+1−1

∑
j=0

bsparse(k, i, j) ≥ ⌈sk · (Ck + 1) · Ck+1⌉ ∀k ∈ {0, . . . , L − 2}
(4.58)

Los primeros experimentos realizados mostraron que la resolución del modelo era su-
mamente lenta. Para acelerar el algoritmo branch & bound, que es el que suele usarse en los
solucionadores de programación entera, se agregaron restricciones de antisimetría para
evitar encontrar soluciones repetidas. Si intercambiamos los índices j0 y j1 entre los pares
w(k, i, j0) y w(k, i, j1) para toda i ∈ {0, . . . , Ck}, y los pares w(k + 1, j0, j) y w(k + 1, j1, j)
para toda j ∈ {0, . . . , Ck+2 − 1}, entonces el comportamiento de la RNA no se altera, dan-
do lugar a una solución repetida. Dada una RNA ya entrenada, es decir, donde los pesos
w(k, i, j) ya se conocen, podemos intercambiar las neuronas en la capa L − 2 de modo que
los pesos entre las capas L − 2 y L − 1 estén ordenados lexicográficamente. Aplicando este
procedimiento entre las parejas de capas (L − 3, L − 2), (L − 4, L − 3), . . . , (0, 1) obtene-
mos las relaciones 4.59, en estas relaciones el símbolo ≤ representa el orden lexicográfico
entre vectores, que es una relación transitiva y antisimétrica. Las restricciones asociadas
al modelo a partir de esta observación se describen en la expresión 4.60.



w(k, 0, j)
...

w(k, Ck, j)
w(k + 1, j, 0)

...
w(k + 1, j, Ck+2 − 1)


≤



w(k, 0, j + 1)
...

w(k, Ck, j + 1)
w(k + 1, j + 1, 0)

...
w(k + 1, j + 1, Ck+2 − 1)


∀k ∈ {0, . . . , L − 3}
∀j ∈ {0, . . . , Ck+1 − 2},

(4.59)
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basym(k, j, i) = 1 =⇒ w(k, i, j) + ϵ ≤ w(k, i, j + 1)
∀k ∈ {0, . . . , L − 3},
∀i ∈ {0, . . . , Ck},
∀j ∈ {0, . . . , Ck+1 − 2}

basym(k, i, Ck + 1 + j) = 1 =⇒ w(k + 1, i, j) + ϵ ≤ w(k + 1, i + 1, j)
∀k ∈ {0, . . . , L − 3},
∀i ∈ {0, . . . , Ck+1 − 2},
∀j ∈ {0, . . . , Ck+2 − 1}

basym(k, j, i) = 1 =⇒ w(k, i, j0) = w(k, i, j0 + 1)

∀k ∈ {0, . . . , L − 3},
∀i ∈ {0, . . . , Ck},
∀j ∈ {0, . . . , Ck+1 − 2},
∀j0 ∈ {0, . . . , j − 1}

basym(k, i, Ck + 1 + j) = 1 =⇒ w(k + 1, i0, j) = w(k + 1, i0 + 1, j)

∀k ∈ {0, . . . , L − 3},
∀i ∈ {0, . . . , Ck+1 − 2},
∀j ∈ {0, . . . , Ck+2},
∀i0 ∈ {0, . . . , i − 1}

Ck+Ck+2−1

∑
i=0

basym(k, j, i) = 1 ∀k ∈ {0, . . . , L − 3}
∀j ∈ {0, . . . , Ck+1 − 2},

(4.60)

Al agregar la normalización L1 o L2 al modelo se introducen las restricciones 4.61 o
4.62 respectivamente y se suman EL1 o EL2 a la función objetivo respectivamente.

LL1(k) =

Ck

∑
i=0

Ck+1−1

∑
j=0

Labs(w(k, i, j), 0)

(Ck + 1) · Ck+1
∀k ∈ {0, . . . , L − 1}

EL1 =

L−1

∑
k=0

D1,k · LL1(k)

L

(4.61)

LL2(k) =

Ck

∑
i=0

Ck+1−1

∑
j=0

Lmse(w(k, i, j), 0)

(Ck + 1) · Ck+1
∀k ∈ {0, . . . , L − 1}

EL2 =

L−1

∑
k=0

D2,k · LL2(k)

L

(4.62)

De manera similar, se pueden agregar restricciones para penalizar soluciones lejanas
a pesos calculados previamente en caso de requerirlo. Esto se logra con las restricciones
4.63 y 4.64 que emplean la norma L1 o la L2 respectivamente.
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LpreL1(k) =

Ck

∑
i=0

Ck+1−1

∑
j=0

Labs(w(k, i, j), wk,i,j)

(Ck + 1) · Ck+1
∀k ∈ {0, . . . , L − 1}

EpreL1 =

L−1

∑
k=0

D1,k · LpreL1(k)

L

(4.63)

LpreL2(k) =

Ck

∑
i=0

Ck+1−1

∑
j=0

Lmse(w(k, i, j), wk,i,j)

(Ck + 1) · Ck+1
∀k ∈ {0, . . . , L − 2}

EpreL2 =

L−1

∑
k=0

D2,k · LpreL2(k)

L

(4.64)

Adicionalmente se agregaron restricciones para relajar el entrenamiento, y por lo tanto
la optimización, como un método de regularización. La relajación consiste en introducir
variables binarias que decidan si una instancia t se utiliza como objetivo o como restric-
ción.

brelax(t) = 0 =⇒ E(t) =

∑
f∈E f

L f (y(t, i0), . . . , y(t, in−1), ŷt,i0 , . . . , ŷt,in−1)

|E f |
∀t ∈ {0, . . . , T − 1},
ik ∈ {0, . . . , CL−1 − 1}

brelax(t) = 1 =⇒ E(t) = 0 ∀t ∈ {0, . . . , T − 1}

brelax(t) = 1 =⇒ L f (y(t, i0), . . . , y(t, in−1), ŷt,i0 , . . . , ŷt,in−1) ≤

mı́n



f (ŷt,i0 + ctol, . . . , ŷt,in−1 , ŷt,i0 , . . . , ŷt,in−1),
...

f (ŷt,i0 , . . . , ŷt,in−1 + ctol, ŷt,i0 , . . . , ŷt,in−1),
f (ŷt,i0 − ctol, . . . , ŷt,in−1 , ŷt,i0 , . . . , ŷt,in−1),

...
f (ŷt,i0 , . . . , ŷt,in−1 − ctol, ŷt,i0 , . . . , ŷt,in−1)


∀t ∈ {0, . . . , T − 1},
∀ f ∈ E f ,
ik ∈ {0, . . . , CL−1 − 1}

(4.65)

Adicionalmente se pueden especificar los limites de proporción de restricciones acep-
tadas, con al menos una restricción o al menos un objetivo.

⌈αTmin · T⌉ ≤
T−1

∑
t=0

brelax(t) ≤ ⌊αTmax · T⌋ (4.66)
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4.2. Resolución con Gurobi

El modelo de programación lineal entera se implementó usando el optimizador de
Gurobi 13.0.0 corriendo bajo el sistema operativo Debian 12 y en una computadora con
dos procesadores Intel(R) Xeon(R) CPU E5-2620 v3 @ 2.40GHz, para un total 12 núcleos
físicos y 24 procesadores lógicos, con un máximo de 24 hilos. La computadora cuenta con
384 GB de memoria RAM.

Además de las restricciones que se agregaron únicamente para acelerar el proceso de
resolución, también se experimentó modificando algunos parámetros de configuración de
Gurobi:

Presolve: Modificado a 2 para solicitarle a Gurobi que se esfuerce más de lo normal
en preprocesar el modelo para intentar simplificarlo.

PrePasses: Modificado a 100 para controlar el número de iteraciones de la etapa de
preprocesamiento de Gurobi.

Aggregate: Modificado a 2 para que la simplificación realizada durante el preproceso
intente combinar restricciones de manera más agresiva; no parece generar problemas
numéricos.

AggFill: Modificado a 100 para que limitar qué tanto se evita generar matrices densas
al combinar restricciones.

Heuristics: Controla el tiempo que Gurobi le dedica a heurísticas. Modificado a 1 en
RNA grandes y cercano a 0 en redes más pequeñas.

Cuts: Modificado a 1, ya que con el valor por omisión Gurobi genera muchas restric-
ciones de corte que ralentizan el tiempo de resolución.

CutPasses: Modificado de 1 a 10 por la misma razón que Cuts.

PreSparsify: Modificado a 1. Tener una matriz dispersa parece ayudar en encontrar
una solución.

Method: Modificado 3. Utilizado para evitar el método de barrera que parece ser
demasiado lento y sin buenos resultados para este modelo.

ConcurrentMethod: Modificado a 3. Modificarlo a 3 utiliza un algoritmo concurrente
de simplex y simplex dual, sin utilizar el método de barrera que mostró ser bastante
lento en todos los casos.

DegenMoves: Modificado de a 1 a 10 dependiendo del tamaño del modelo. Los mo-
vimientos degenerados parecen ayudar, pero en redes más grandes ralentiza el pro-
ceso considerablemente.
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MIPFocus: Modificado a 1 para solicitar que Gurobi se concentre en encontrar nue-
vas soluciones factibles.

Cutoff: Se utiliza para cortar soluciones que son peores que soluciones conocidas de
antemano.

4.3. Resultados y conclusiones del capítulo

Desafortunadamente, el modelo matemático sólo logra resolverse en un tiempo ra-
zonable para RNA muy pequeñas. Por esta razón, sólo se intentó replicar el proceso de
entrenamiento de RNA para el problema clasificación de diagnóstico de cáncer de ma-
ma. Los resultados se resumen en la tabla 4.4. Los parámetros de los autores con asterisco
no se indican de manera explícita en la literatura y se infirieron, ya sea de fragmentos
de código o de porcentajes reportados en los respectivos artículos. Finalmente los tiem-
pos de ejecución con asterisco indican que no se trata de la solución óptima al modelo de
programación lineal entera, sino que se reporta el mejor resultado en ese momento.

Tabla 4.4: Resultados del modelo de programación entera mixta aplicada al problema de
Breast Cancer Winsconsin (Diagnostic).

Neuronas Autor
Limite de
activación

Casos
entren-
amiento

Bits
Exponente

máximo
Exactitud

Tiempo de
ejecución

{9, 5, 1}*
Sidey

[SGSG19]
- 466* - - 94 %

-
Sharma
[SKD18]

- 559* - - 93.06 % -

{30, 256, 128
64, 16, 1}
(Clásico)

Luis
Angel

- 364 - - 98.396 % -

{30, 2, 1}
(Clásico)

Luis
Angel

- 305 - - 99.115 % -

{30, 8, 1} Luis
Angel

[-100, 100] 200 2 0 97.656 % 629 s

{30, 8, 1} Luis
Angel

[-100, 100] 100 2 0 95.225 % 375 s

{30, 2, 1} Luis
Angel

[-100, 100] 200 2 0 95.703 % 2143 s*

{30, 2, 2, 2, 1} Luis
Angel

[-1, 1] 30 4 -1 96.30 % 590 s*
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Los resultados de la tabla 4.4 parecen indicar que el modelo de programación entera
presentado es un método de entrenamiento viable para redes neuronales pequeñas, inclu-
so si no se resuelve alcanzando el resultado óptimo. Un detalle importante de este método
de entrenamiento es la pequeña cantidad de casos de entrenamiento con los cuales se ob-
tienen resultados similares al entrenamiento clásico.

Además, el hecho de que los pesos estén cuantizados permite que puedan ser imple-
mentados con exactitud y con menores recursos en un circuito, reduciendo diferentes tipos
de costos energéticos o de fabricación. Al combinar estos dos detalles el método propues-
to parece ser una buena alternativa a explorar para reducir y entrenar redes neuronales
pequeñas pero funcionales y con un número limitado de datos de entrenamiento.
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Capítulo 5

Conclusiones y trabajo futuro

En esta tesis se abordaron dos problemas de optimización relacionados al uso de re-
des neuronales artificiales como modelos de aprendizaje automático. El primero de ellos
consiste en encontrar arquitecturas optimizadas, es decir, con pocas capas, neuronas y
conexiones, que sean funcionalmente equivalentes a redes neuronales grandes entrena-
das previamente de forma satisfactoria. El segundo problema es la implementación de un
método de entrenamiento usando programación lineal entera, en lugar de los métodos
clásicos de optimización no lineal.

El problema de optimizar la arquitectura de una red neuronal se aborda en la literatura
empleando distintos algoritmos de optimización, en donde sus resultados indicaban que
la optimización mediante algoritmos heurísticos era mejor que intentar realizar la bús-
queda por fuerza bruta. En esta tesis se abordó este problema usando una metaheurística
glotona y otra genética, encontrando que efectivamente se obtuvieron arquitecturas mejo-
radas con un esfuerzo computacional razonablemente bajo y con algoritmos simples que
podrían paralelizarse de manera relativamente sencilla. En esta área aún queda mucho
margen de investigación, debido a la propia naturaleza artesanal de diseñar metaheurísti-
cas. Por otra parte, las metaheurístiocas sólo se aplicaron a un problema académico dentro
de la Universidad Autónoma Metropolitana Azcapotzalco, por lo que abre la puerta a pro-
bar su eficacia en otros problemas más comunes.

Por su parte, el problema de implementar un método de entrenamiento de redes neu-
ronales artificiales con programación lineal entera se abordó creando un modelo matemá-
tico y resolviéndolo usando el solucionador lineal Gurobi. Es bien conocido que optimizar
modelos de programación lineal entera es un problema NP-duro. Aunque en un principio
se temía que la resolución exacta al problema de entrenamiento diera peores prediccio-
nes en el conjunto de prueba debido al sobreentrenamiento, se encontró que se pueden
obtener muy buenos resultados. Es posible las restricciones usadas dentro del modelo de
programación matemática funcionen como método de regularización para evitar el sobre-
entrenamiento, lo cual abre puerta a esta área de investigación, no sólo para saber qué
ocurre experimentalmente al aplicarlo, sino para entender teóricamente cómo se mani-
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festaría el sobreentrenamiento con este método. Aunque hace falta probar este método
con otros problemas, la dificultad de encontrar buenas soluciones en poco tiempo para
redes grandes sólo la vuelve útil en limitadas situaciones, o al menos esa es la expecta-
tiva, ya que el tiempo de entrenamiento varía enormemente de acuerdo al conjunto de
entrenamiento. Investigar más sobre cómo acelerar el entrenamiento usando este método
permitiría alcanzar el rango de aplicabilidad, ya que todo parece indicar que cuando se
disponen de pocos casos de entrenamiento el método sigue siendo eficaz, volviéndolo una
alternativa cuando se tienen conjuntos de datos limitados. Al mismo tiempo, el método de
entrenamiento sobre redes pequeñas puede suponer un paso importante para la misma
problemática ya que parece ser un buen método de entrenamiento de redes pequeñas, lo
cual contribuye a reducir el problema del gasto energético que la inteligencia artificial está
suponiendo hoy en día.
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Apéndice A

Información para la plataforma Ápeiron

Resumen del protocolo

Una red neuronal artificial (RNA) es una función con parámetros internos, los cuales
pueden configurarse según convenga mediante un proceso denominado entrenamiento.
Las RNA se han aplicado con gran éxito en inteligencia artificial. Sin embargo, tanto su
entrenamiento como su evaluación tienen un alto consumo energético. Se propone opti-
mizar la arquitectura de una RNA clasificadora y diseñar un método de entrenamiento
alternativo basado en programación entera.

Impacto científico

Thorbjarnarson y Yorke-Smith modelaron una RNA con pesos enteros. Matthieu Cour-
bariaux y Yoshua Bengio implementaron y compararon RNA binarizadas para reducir el
consumo de memoria y el uso de energía. Mehrdad Kaveh y Mohammad Saadi Mesgari
usaron metaheurísticas para optimizar la arquitectura de una RNA. Se propone optimizar
la arquitectura de RNA usando metaheurísticas pero además entrenarlas.

Impacto social

Las herramientas de inteligencia artificial generativa como ChatGPT emplean RNA en
sus modelos, las cuales consumen enormes cantidades de energía y agua para entrenarse
y evaluarse. El séptimo de los Objetivos de Desarrollo Sostenible de la ONU plantea que
se debe duplicar la tasa mundial de mejora de la eficiencia energética. La reducción en el
consumo de energía que se puede lograr optimizando una RNA es una aportación.
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Aportación a la solución de problemas prioritarios

El Programa Nacional Estratégico de Energía y Cambio Climático busca identificar
acciones para alcanzar un sistema energético sostenible y equitativo, al mismo tiempo
que impulsa estrategias de mitigación. La industria tiene una demanda cada vez mayor de
recursos, lo cual pone en peligro a los grupos marginados. Es importante que los avances
tecnológicos vengan de la mano con un uso razonado de los recursos.

Estrategias para el acceso universal al conocimiento

Se procurará que los estudiantes de la Maestría en Optimización presenten un artículo
de divulgación, un video resumen de su investigación y un video sobre optimización
y desarrollo sostenible. Además, participarán en actividades de difusión y divulgación
organizadas por la UAM.
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